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斯坦福大学 psarthi@cs.stanford.edu # 摘要 检索增强型语言模型能更好地适应世界状态变化并整合长尾知识。然而现有方法大多仅从检索语料中获取短小连续片段，限制了对文档整体语境的全盘把握。我们提出了一种创新方法：通过递归嵌入、聚类和摘要文本块，自底向上构建具有多级摘要结构的树形索引。推理时，RAPTOR模型从该树中检索信息，在多个抽象层级上整合长篇文档内容。对照实验表明，采用递归摘要的检索方式相较传统检索增强语言模型在多项任务中取得显著提升。在需要复杂多步推理的问答任务中，我们的方法实现了最先进性能：例如将RAPTOR检索与GPT-4结合使用时，QuALITY基准测试的绝对准确率最高可提升20%。 # 1 引言 大型语言模型（LLMs）已成为变革性工具，在众多任务中展现出卓越性能。随着模型规模不断扩大，它们可作为独立的高效知识库使用，将事实编码于参数之中（Petroni等，2019；Jiang等，2020；Talmor等，2020；Rae等，2021；Hoffmann等，2022；Chowdhery等，2022；Bubeck等，2023；Kandpal等，2023），并通过下游任务微调进一步提升（Roberts等，2020）。然而，即便是大型模型也缺乏特定任务所需的领域知识，且现实世界持续变化会导致模型内事实失效。通过额外微调或编辑来更新这些模型的知识十分困难，尤其面对海量文本时（Lewis等，2020；Mitchell等，2022）。开放域问答系统开创的替代方案（Chen等，2017；Yu等，2018）是将文本分割为段落块后，在独立检索系统中建立索引。检索到的信息随后与问题共同作为上下文提供给LLM（“检索增强”，Lewis等，2020；Izacard等，2022；Min等，2023；Ram等，2023），这种机制既能便捷地为系统提供特定领域的最新知识，又便于解释和溯源追踪，而LLM的参数化知识则具有不透明性且难以追溯来源（Akyurek等，2022）。 然而，现有的检索增强方法也存在缺陷。我们着力解决的问题是：当前多数方法仅检索少量短小的连续文本片段，这限制了它们表征和利用大规模篇章结构的能力。该问题对于需要整合文本多处知识的主题性问题尤为突出，例如理解整本书内容（如NarrativeQA数据集中的任务）。以童话《灰姑娘》为例，针对问题”灰姑娘如何达成幸福结局？“，仅检索前个短小连续文本将无法提供足够的回答语境。 为此，我们设计了一个索引和检索系统，该系统采用树状结构来捕捉文本的高层和低层细节。如图1所示，我们的系统RAPTOR通过以下方式自底向上构建树状结构：对文本块进行聚类，生成这些聚类的文本摘要，然后迭代此过程。这种结构使RAPTOR能够将代表不同层次文本的块加载到LLM的上下文中，从而高效且有效地回答不同层次的问题。 1 以ICLR 2024会议论文形式发表 [image: images/85a41a42c337a462aa19d3266fea869234b8917a381d13b26247dc1adf35723c.jpg]
图1：树形构建流程：RAPTOR基于文本块的向量嵌入进行递归聚类，并生成这些聚类的文本摘要，自底向上构建树结构。被聚类的节点互为兄弟节点；父节点则包含该聚类的文本摘要。 我们的核心贡献在于提出利用文本摘要技术实现多尺度上下文检索增强的思路，并通过长文档集的实验验证其有效性。针对三种语言模型（UnifiedQA（Khashabi等人，2020）、GPT-3（Brown等人，2020）和GPT-4（OpenAI，2023））的对照实验表明，RAPTOR优于当前检索增强方法。更重要的是，RAPTOR与GPT-4结合使用时（有时甚至与UnifiedQA搭配），在三个问答任务中创造了新的最先进成果：针对书籍电影的开放式问答（NarrativeQA，Kočisky等人2018）、全文NLP论文问答（QASPER，Dasigi等人2021）以及基于中等长度段落的多选题（QuALITY，Pang等人2022）。1 # 2 相关工作 为何需要检索？尽管硬件与算法的进步确实扩展了模型可处理的上下文长度（Dai等，2019；Dao等，2022；Liu等，2023），但如Liu等（2023）和Sun等（2021）所指出的，模型对长程上下文的利用率往往不足，且随着上下文长度增加性能会递减——尤其当关键信息埋没在冗长上下文中时。此外，实际应用中长上下文处理成本高昂且速度缓慢。这表明，为知识密集型任务筛选最相关信息仍至关重要。 检索方法
检索增强语言模型（RALMs）在多个组件上取得了进展：检索器、阅读器以及端到端系统训练。检索方法已从传统的基于术语的技术（如TF-IDF（Sparck Jones，1972）和BM25（Robertson等，1995；Roberts等，2020））转向基于深度学习的策略（Karpukhin等，2020；Khattab & Zaharia，2020；Sachan等，2023）。近期一些研究提出利用大语言模型作为检索器，因其具备记忆海量知识的能力（Yu等，2022；Sun等，2022）。关于阅读器组件的研究包括融合解码器（FiD）（Izacard & Grave，2022）——该方法同时采用DPR和BM25进行检索并在编码器中独立处理段落，以及RETRO（Borgeaud等，2022；Wang等，2023）——通过跨块注意力机制和分块检索生成基于检索上下文的文本。 端到端系统训练工作包括Atlas（Izacard等人，2022年），它联合检索器对编码器-解码器模型进行微调；REALM（Guu等人，2020年），一种为开放域问答任务微调的双向掩码语言模型；以及RAG（检索增强生成）（Lewis等人，2020年），它将预训练的序列到序列模型与神经检索器相结合。Min等人（2021年）提出了联合段落检索（JPR）模型，该模型使用树解码算法处理多答案检索中的段落多样性和相关性问题。稠密分层检索（DHR）和混合分层检索（HHR）分别通过结合文档级与段落级检索、集成稀疏与稠密检索方法，代表了检索准确率的进步（Liu等人，2021年；Arivazhagan等人，2023年）。 我们已在https://github.com/parthsarthi03/aptor发布了RAPTOR的代码。 2 以ICLR 2024会议论文形式发表 尽管方法多样，模型的检索组件主要依赖标准流程，即对语料进行分块并通过基于BERT的检索器编码。虽然这种做法被广泛采用，但Nair等人（2023）指出其潜在缺陷：连续分割可能无法完整捕捉文本的语义深度。从技术或科学文献中提取的片段若缺乏关键上下文，可能导致阅读困难甚至产生误导（Cohan & Goharian, 2017; Newman等人, 2023; Zhang等人, 2023）。 递归式摘要作为上下文摘要技术，能够提供文档的浓缩视图，使用户更聚焦于内容核心（Angelidis & Lapata，2018）。Gao等人（2023）提出的摘要/片段模型通过整合段落摘要与片段，在多数数据集上提升了准确性，但有时会存在信息损耗的压缩问题。Wu等人（2021）的递归-抽象摘要模型采用任务分解策略，先对小文本块进行摘要，再整合成更大章节的摘要。虽然该方法擅长捕捉宏观主题，但可能遗漏细节信息。LlamaIndex（Liu，2022）通过类似方式处理相邻文本块，同时保留中间节点以存储不同层级的细节，从而解决了粒度丢失问题。然而这两种方法都依赖相邻节点进行分组或摘要，仍可能忽略文本中远距离的关联性——这正是RAPTOR技术能够发现并处理的。 # 3种方法 RAPTOR概述 基于长文本常呈现子主题与层级结构的理念（Cao & Wang, 2022; Dong et al., 2023b），RAPTOR通过构建递归树结构解决阅读中的语义深度与关联问题。该结构既能平衡宏观主题理解与微观细节呈现，又允许节点根据语义相似性（而非单纯文本顺序）进行聚类。 RAPTOR树的构建首先将检索语料库分割为长度100的短连续文本，这与传统检索增强技术类似。若句子超过100词元限制，我们会将整句移至下一文本块，而非从中截断，从而保持每个块内文本的上下文和语义连贯性。随后使用基于BERT的编码器SBERT（multi-qa-mpnet-base-cos-v1）（Reimers & Gurevych, 2019）对这些文本块进行嵌入。这些文本块及其对应的SBERT嵌入向量构成了树结构的叶节点。 为了将相似的文本块分组，我们采用了聚类算法。聚类完成后，利用语言模型对分组后的文本进行摘要。这些摘要文本随后被重新嵌入，嵌入、聚类和摘要的循环会持续进行，直到进一步聚类变得不可行，最终形成原始文档的结构化多层树状表示。RAPTOR的一个重要特点是其计算效率。该系统在构建时间和标记消耗方面均呈线性扩展，适合处理庞大复杂的语料库。关于RAPTOR可扩展性的详细讨论，请参阅附录A。 针对此树的查询，我们引入了两种不同策略：树遍历法与坍缩树法。树遍历法逐层遍历树结构，在每层进行剪枝并筛选最相关节点；坍缩树法则跨所有层级综合评估节点，以找出最具相关性的节点集。 聚类算法 聚类在构建RAPTOR树过程中起着关键作用，它将文本片段组织成具有凝聚力的群组。这一步骤将相关内容聚集在一起，有助于后续的检索过程。 我们聚类方法的一个独特之处在于采用软聚类，即节点可归属于多个簇而无需固定簇数。这种灵活性至关重要，因为单个文本片段常包含与多个主题相关的信息，因此需要将其纳入不同摘要中。 我们的聚类算法基于高斯混合模型（GMMs），该方法兼具灵活性和概率框架优势。GMMs假设数据点由多个高斯分布混合生成。 3 作为ICLR 2024会议论文发表 给定一组  个文本片段，每个片段表示为  维稠密向量嵌入，文本向量  在第  个高斯分布下的似然度记为 。整体概率分布为加权组合 ，其中  表示第  个高斯分布的混合权重。 向量嵌入的高维特性对传统高斯混合模型（GMM）提出了挑战，因为在高维空间中用距离度量相似性时效果可能不佳（Aggarwal等，2001）。为缓解此问题，我们采用均匀流形逼近与投影（UMAP）这一用于降维的流形学习技术（McInnes等，2018）。UMAP中的最近邻参数-neighbors决定了局部结构与全局结构保持之间的平衡。我们的算法通过调整-neighbors来构建层次化聚类结构：先识别全局聚类，再在这些全局聚类内部进行局部聚类。这种两步聚类过程能从广泛主题到具体细节，全面捕捉文本数据间的多层次关系。 如果本地集群的合并上下文超过了摘要模型的令牌阈值，我们的算法会在集群内递归应用聚类，确保上下文始终保持在令牌阈值以内。 为确定最佳聚类数量，我们采用贝叶斯信息准则（BIC）进行模型选择。BIC不仅惩罚模型复杂度，同时奖励拟合优度（Schwarz, 1978）。给定高斯混合模型（GMM）的BIC计算公式为  ，其中  表示文本片段（或数据点）数量，  代表模型参数个数，  是该模型似然函数的最大值。在高斯混合模型中，参数数量  是输入向量维度与聚类数量的函数。 在BIC确定最佳聚类数量后，采用期望最大化算法估计高斯混合模型参数，即均值、协方差矩阵和混合权重。 虽然GMM中的高斯假设可能与文本数据的特性（通常呈现稀疏且偏斜的分布）并不完全吻合，但我们的实证观察表明，它为实现目标提供了有效模型。我们通过消融实验对比了GMM聚类与连续文本块摘要的效果，具体细节详见附录B。 基于模型的摘要
在使用高斯混合模型对节点进行聚类后，每个簇中的节点会被送入语言模型生成摘要。这一步骤使模型能够将大段文本转化为所选节点的简洁、连贯的摘要。在我们的实验中，我们使用gpt-3.5-turbo来生成摘要。摘要步骤将可能大量的检索信息压缩至可管理的规模。我们在附录C中提供了摘要压缩的统计数据，并在附录D中给出了用于摘要生成的提示词模板。 虽然摘要模型通常能生成可靠的摘要，但一项针对性标注研究表明约的摘要存在轻微幻觉现象。这些幻觉未向父节点传播，对问答任务也未产生可察觉的影响。关于幻觉现象的深入分析，请参阅附录E。 查询 在本节中，我们将详细阐述RAPTOR采用的两种查询机制：树遍历和折叠树。这些方法提供了遍历多层RAPTOR树以检索相关信息的不同方式，每种方法都有其独特的优势和权衡。我们在附录F中提供了这两种方法的伪代码。请注意，我们使用SBERT对所有节点进行了嵌入。 树遍历方法首先根据根节点与查询嵌入的余弦相似度，选取前k个最相关的根节点。在下一层中，这些选中节点的子节点会被纳入考量范围，并再次基于它们与查询向量的余弦相似度从中筛选出前k个节点。该过程不断重复，直至抵达叶节点为止。最终，将所有选中节点的文本拼接起来，形成检索到的上下文内容。该算法的具体步骤如下： 1. 从RAPTOR树的根层开始。计算查询嵌入与该初始层所有节点嵌入之间的余弦相似度。 2. 根据最高的余弦相似度得分选择前  个节点，形成集合  4 以ICLR 2024会议论文形式发表 [image: images/a4aae3dbf3befbb5a22fc4d4757e55ec6f2390012b9d36ee1f7e87015c3f5e95.jpg]
图2：树遍历与折叠树检索机制示意图。树遍历从树的根层级开始，根据与查询向量的余弦相似度检索前个（此处为前1个）节点。在每一层级中，算法从前一层级前个节点的子节点中继续检索前个节点。折叠树则将整棵树压缩为单层结构，根据与查询向量的余弦相似度检索节点，直至达到预设的标记数量阈值。两幅示意图中执行余弦相似度搜索的节点均以高亮显示。 3. 处理集合  中元素的子节点。计算查询向量与这些子节点向量嵌入之间的余弦相似度。 4. 选择与查询余弦相似度得分最高的前  个子节点，构成集合 。 5. 递归地继续这个过程，共进行  层，生成集合 。 6. 将集合  到  串联起来，组装成与查询相关的上下文。 通过调整深度和每层选择的节点数，树遍历方法能够控制检索信息的专一性与广度。该算法从宏观视角出发，先考虑树的顶层结构，随后逐层深入下层以聚焦更精细的细节。 坍塌树方法通过同时考虑树中的所有节点，提供了一种更简单的相关信息搜索方式，如图2所示。该方法不再逐层进行，而是将多层树结构扁平化为单层，实质上将所有节点置于同一层级进行比较。该方法的步骤如下： 1. 首先，将整个RAPTOR树折叠为单层结构。这个新节点集合记为，包含原始树各层的所有节点。 2. 接下来，计算查询嵌入与坍缩集中所有节点嵌入之间的余弦相似度。 3. 最后，选取与查询余弦相似度得分最高的前  个节点。持续向结果集中添加节点，直至达到预定义的最大标记数上限，确保不超过模型的输入限制。 我们在QASPER数据集的20篇故事上测试了两种方法。图3展示了不同顶部尺寸的树遍历与不同最大令牌数的折叠树性能对比。折叠树方法始终表现更优。我们认为折叠树检索的优势在于其比树遍历提供了更高的灵活性；即通过同时搜索所有节点，它能根据问题精准匹配相应粒度的信息。相比之下，使用相同和值的树遍历时，树各层级节点的比例是固定的。因此，无论问题如何变化，高层次主题信息与细节颗粒度的比例将保持不变。 5 以ICLR 2024会议论文形式发表 然而，折叠树方法的一个缺点是需要在树的所有节点上执行余弦相似度搜索。不过，借助FAISS（Johnson等人，2019年）等快速近邻库，可以显著提升这一过程的效率。 [image: images/2176f2b3f90e597471948516044d1835718b16c9436016ed639c392a0083a62a.jpg]
图3：查询方法对比。使用不同top-k值的树遍历及不同上下文长度的折叠树在QASPER数据集20个故事上的测试结果。2000个token的折叠树方案效果最佳，故我们采用该查询策略作为主要结果。 总体而言，鉴于折叠树方法具备更高的灵活性，且在QASPER数据集子集上表现更优，我们决定采用这种查询方法。具体而言，我们使用最大2000个token的折叠树，这大致相当于检索前20个节点。基于token的方法能确保上下文不超出模型限制，因为不同节点的token数量可能存在差异。在使用UnifiedQA模型的实验中，我们提供400个token的上下文（因UnifiedQA最大上下文长度为512个token）。我们为RAPTOR和基线模型均提供等量的上下文token。 定性研究
我们通过定性分析来理解RAPTOR检索流程相比稠密段落检索（DPR）方法的优势。本研究聚焦于使用1500字《灰姑娘》童话的主题性多跳问题。如图所示 在图4中，RAPTOR基于树的检索机制使其能够从不同层级选择节点，匹配问题的细化程度。相较于DPR，这种方法通常能为下游任务提供更相关且全面的信息。具体讨论与案例（包括RAPTOR和DPR针对特定问题检索的文本）详见附录G。 # 4 实验 数据集 我们在三个问答数据集上评估RAPTOR的性能：NarrativeQA、QASPER和QuALITY。 NarrativeQA是一个基于书籍全文和电影剧本构建的问答对数据集，共包含1,572份文档（Kočiský等人，2018；Wu等人，2021）。NarrativeQA-Story任务要求对完整叙事内容有全局理解才能准确回答问题，从而测试模型在文学领域的长文本理解能力。我们采用标准指标BLEU（B-1、B-4）、ROUGE（R-L）和METEOR（M）评估该数据集上的表现。实验使用的NarrativeQA评估脚本详见附录H。 QASPER数据集包含1,585篇NLP论文中的5,049个问题，每个问题都针对全文嵌入的信息进行探究（Dasigi等人，2021）。QASPER中的答案类型分为可回答/不可回答、是/否、抽象型和抽取型，使用标准F1值衡量准确率。 最后，QuALITY数据集包含多项选择题，每道题均附有平均约5,000词长度的上下文段落（Pang等，2022）。该数据集要求对整篇文档进行推理以完成问答任务，使我们能够评估检索系统在中等长度文档上的性能。数据集包含一个高难度子集QuALITY-HARD，其中收录了多数人类标注者在快速设置中回答错误的问题。我们同时报告了整个测试集和HARD子集的准确率。 受控基线比较
我们首先以UnifiedQA 3B作为阅读器，在QASPER、NarrativeQA和QuALITY三个数据集上，对比了使用SBERT（Reimers & Gurevych，2019）、BM25（Robertson等，1995；2009）和DPR（Karpukhin等，2020）作为嵌入模型时，结合与不结合RAPTOR树结构的效果。如表1和表2所示， 6 作为ICLR 2024会议论文发表 [image: images/071398381aa763286f962f60478cddd228018eb738d75b160d0c7076943fe3a9.jpg]
图4：查询过程：展示RAPTOR如何为两个关于灰姑娘故事的问题检索信息——“故事的核心主题是什么？”和”灰姑娘如何获得幸福结局？“。高亮节点表示RAPTOR的选择，箭头指向DPR的叶节点。值得注意的是，RAPTOR的上下文通常涵盖DPR检索的信息，无论是直接获取还是通过更高层次的摘要间接包含。 我们的结果表明，RAPTOR与任何检索器结合使用时，在所有数据集上始终优于相应的独立检索器。 由于RAPTOR结合SBERT表现最佳，我们在后续所有实验中均采用该配置。现将RAPTOR与BM25、DPR在三种大语言模型（GPT-3、GPT-4和UnifiedQA）上的表现进行对比。如表3所示，在QASPER数据集上，RAPTOR对所有三种语言模型均保持优势：使用GPT-3、GPT-4和UnifiedQA时，其F-1匹配分数分别达到、和，较DPR分别领先1.8、2.7和4.5个百分点，较BM25则分别高出6.5、5.5和10.2个百分点。鉴于QASPER任务需要综合NLP论文中的信息，RAPTOR凭借更高层次的摘要节点超越仅能提取前个相似文本片段（这些片段可能孤立存在时并不包含正确答案）的方法，这一结果完全在预料之中。 表1：NarrativeQA数据集上使用/不使用RAPTOR的性能对比：采用UnifiedQA-3B作为语言模型时，不同检索方法（SBERT、BM25、DPR）结合RAPTOR前后的性能表现。RAPTOR在所有基线检索方法上均实现性能提升。
	模型
	ROUGE
	BLEU-1
	BLEU-4
	METEOR

	SBERT（带RAPTOR）
	30.87%
	23.50%
	6.42%
	19.20%

	SBERT（无RAPTOR）
	29.26%
	22.56%
	5.95%
	18.15%

	BM25（带RAPTOR）
	27.93%
	21.17%
	5.70%
	17.03%

	BM25（无RAPTOR）
	23.52%
	17.73%
	4.65%
	13.98%

	DPR（带RAPTOR）
	30.94%
	23.51%
	6.45%
	19.05%

	DPR（无RAPTOR）
	29.56%
	22.84%
	6.12%
	18.44%


同样，如表4所示的QuALITY数据集中，RAPTOR达到了的准确率，相比DPR和BM25分别提升了和。使用UnifiedQA时也观察到类似趋势，RAPTOR以和的优势分别超越DPR与BM25。 最后，在NarrativeQA数据集中（如表6所示），RAPTOR在多项指标上表现优异。其ROUGE-L分数分别超越BM25和DPR达7.3分与2.7分。在BLEU-1、BLEU-4和METEOR等其他指标上，RAPTOR相较BM25和DPR的优势幅度分别为1.7至5.8分和0.7至2.1分。 在表1和表2的DPR实验中，我们采用了dpr-multiset-base模型，而非先前其他实验使用的dpr-single-nq-base模型。这一选择基于Karpukhin等人（2020年）研究中观察到的性能表现——dpr-multiset-base模型展现了更优的结果。 7 以ICLR 2024会议论文形式发表 表2：QuALITY与QASPER数据集在RAPTOR启用前后的性能表现：对比不同检索方法（SBERT、BM25、DPR）在QuALITY和QASPER数据集上结合/不结合RAPTOR的性能差异。实验采用UnifiedQA-3B作为语言模型，结果显示RAPTOR在两组数据中均显著提升各类基线检索方法的性能。
	模型
	准确率（QuALITY）
	答案F1（QASPER）

	SBERT（带RAPTOR）
	56.6%
	36.70%

	SBERT（无RAPTOR）
	54.9%
	36.23%

	BM25（带RAPTOR）
	52.1%
	27.00%

	BM25（无RAPTOR）
	49.9%
	26.47%

	DPR（带RAPTOR）
	54.7%
	32.23%

	DPR（无RAPTOR）
	53.1%
	31.70%


表3：QASPER数据集上F-1分数的控制对比，使用了三种不同的语言模型（GPT-3、GPT-4、UnifiedQA 3B）和多种检索方法。“标题+摘要”列反映了仅使用论文标题和摘要作为上下文时的性能表现。RAPTOR在所有测试的语言模型中均优于现有基线方法BM25和DPR。具体而言，RAPTOR的F-1分数至少比DPR高，比BM25高至少。
	检索器
	GPT-3 F-1匹配
	GPT-4 F-1匹配
	UnifiedQA F-1匹配

	标题+摘要
	25.2
	22.2
	17.5

	BM25
	46.6
	50.2
	26.4

	DPR
	51.3
	53.0
	32.1

	RAPTOR
	53.1
	55.7
	36.6


与最先进系统的比较
基于我们的控制变量实验，我们评估了RAPTOR相对于其他前沿模型的性能。如表5所示，采用GPT-4的RAPTOR在QASPER数据集上以55.7%的F1分数刷新了基准，超越了CoLT5 XL模型53.9%的成绩。 在QuALITY数据集中，如表7所示，RAPTOR与GPT-4的组合以82.6%的准确率创造了新的最先进水平，超越了此前62.3%的最佳成绩。特别是在QuALITY-HARD子集（包含人类需异常耗时、重读文本或进行复杂推理才能正确回答的问题）上，其表现比CoLISA高出21.5%。 对于NarrativeQA数据集，如表6所示，RAPTOR与UnifiedQA的组合 表4：使用不同检索方法在QuAL-ITY开发集上对两种语言模型（GPT-3、UnifiedQA 3B）的准确率比较。RAPTOR在准确率上以至少的优势超越BM25和DPR基线方法。
	模型
	GPT-3准确率
	UnifiedQA准确率

	BM25
	57.3
	49.9

	DPR
	60.4
	53.9

	RAPTOR
	62.4
	56.6


表5：QASPER数据集上各模型F-1匹配分数的结果。
	模型
	F-1匹配

	LongT5 XL (Guo等, 2022)
	53.1

	CoT5 XL (Ainslie等, 2023)
	53.9

	RAPTOR + GPT-4
	55.7


一个新的最先进的METEOR分数。与同样采用UnifiedQA的Wu等人（2021年）提出的递归摘要模型相比，RAPTOR在所有指标上都表现更优。Wu等人（2021年）仅依赖树结构顶部根节点的摘要，而RAPTOR则受益于其中间层和聚类方法，使其能够捕捉从一般主题到具体细节的广泛信息，从而实现了整体上的强劲表现。 # 4.1 树结构的贡献 我们研究了RAPTOR检索能力中每一层节点的贡献。我们假设上层节点在处理需要更广泛理解文本的主题性或多跳查询时起着关键作用。 8 作为ICLR 2024会议论文发表 表6：NarrativeQA数据集上多模型性能对比，重点关注ROUGE-L、BLEU-1、BLEU-4和METEOR四项指标。RAPTOR与UnifiedQA 3B结合使用时，不仅超越了BM25和DPR等检索方法，更在METEOR指标上创造了最新最优成绩。
	模型
	ROUGE-L
	BLEU-1
	BLEU-4
	METEOR

	BiDAF (Kočiský等, 2018)
	6.2
	5.7
	0.3
	3.7

	BM25 + BERT (Mou等, 2020)
	15.5
	14.5
	1.4
	5.0

	递归式书籍摘要 (Wu等, 2021)
	21.6
	22.3
	4.2
	10.6

	检索器+阅读器 (Izacard & Grave, 2022)
	32.0
	35.3
	7.5
	11.1

	RAPTOR + UnifiedQA
	30.8
	23.5
	6.4
	19.1


表7：QuALITY数据集在整体测试集和更具挑战性的困难子集上的准确率。采用RAPTOR的GPT-4创造了新的最先进水平。
	模型
	准确率

	
	测试集
	困难子集

	Longformer-base (Beltagy 等, 2020)
	39.5
	35.3

	DPR 和 DeBERTaV3-large (Pang 等, 2022)
	55.4
	46.1

	CoLISA (DeBERTaV3-large) (Dong 等, 2023a)
	62.3
	54.7

	RAPTOR + GPT-4
	82.6
	76.2


表8：在QuAL-ITY数据集的Story 1中查询不同树层级时RAPTOR的性能表现。列表示不同的起始点（最高层级），行表示查询的不同层数。
	查询层数 / 起始层
	第0层（叶节点）
	第1层
	第2层

	1层
	57.9
	57.8
	57.9

	2层
	-
	52.6
	63.15

	3层
	-
	-
	73.68


我们通过定量和定性两种方式验证了这一假设。定性分析详见附录G。为了定量理解上层节点的贡献，我们使用了QuALITY数据集中的故事。如第3节所述，我们为每个故事构建了RAPTOR树。但在检索过程中，我们将搜索范围限制在不同层级的子集中。例如，我们分别仅从叶节点、各上层节点以及不同连续层级子集中进行检索。表8展示了针对单个故事的实验结果，表明利用全部层级的全树搜索策略优于仅聚焦特定层级的检索方案。 这些发现凸显了RAPTOR中完整树结构的重要性。通过同时提供原始文本和更高层次的摘要进行检索，RAPTOR能有效处理更广泛的问题——从高阶主题性查询到细节导向的提问。其他故事的详细结果及各层级贡献的消融研究见附录I。 # 5 结论 本文提出了一种新型树状检索系统RAPTOR，该系统通过多层级抽象化的上下文信息增强了大语言模型的参数化知识。采用递归聚类与摘要生成技术，RAPTOR构建出能够综合检索语料库各章节信息的层次化树状结构。在查询阶段，RAPTOR利用该树状结构实现更高效的检索。对照实验表明，RAPTOR不仅超越了传统检索方法，更在多项问答任务中创造了新的性能基准。 9 作为ICLR 2024会议论文发表 # 6 可复现性声明 问答与摘要任务的语言模型
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图5：QASPER、NarrativeQA和QuALITY数据集中标记成本随文档长度的变化关系。RAPTOR树构建成本在三个数据集中均随文档长度呈线性增长。 标记消耗 我们实证研究了初始文档长度与树构建过程中消耗的总标记数之间的关系，其中包括提示标记和完成标记。三个数据集中的文档长度差异显著 15 作为ICLR 2024会议论文发表 所检查的数据集：QuALITY、QASPER和NarrativeQA。图5清晰地展示了初始文档长度与总令牌消耗之间的线性相关性，强调无论文档复杂度或长度如何，RAPTOR始终保持线性的令牌扩展。 [image: images/69787fa1b09d4caffb3baad5d913204a273440f12a14d59342b831f43786a6f9.jpg]
图6：文档长度在80,000个标记以内时，构建时间随文档长度的变化关系。对于每个数据集，RAPTOR树构建时间与文档长度呈线性比例关系。 构建时间 我们还通过实验观察到文档长度与构建时间之间存在一致的线性关系，如图6所示。这表明RAPTOR在时间维度上具有线性扩展性，使其成为高效处理不同长度大规模语料库的可行解决方案。 结论 总体而言，我们的实证结果表明，RAPTOR在消耗的token数量和构建时间方面都具有良好的扩展性。即使输入文本的复杂性和数量不断增加，构建树结构的成本也能以可预测的线性方式增长。这表明RAPTOR具有较高的计算效率，非常适合处理大规模多样化语料库。 # RAPTOR中聚类机制的消融研究 为了评估RAPTOR方法中聚类机制的有效性，我们在QuALITY数据集上进行了消融实验。该研究将RAPTOR采用标准聚类方法的性能，与平衡树结构编码和连续文本块摘要方法进行了对比。 # B.1 方法论 本次消融研究中的两种配置均采用SBERT嵌入和UnifiedQA以保持检索一致性。对于RAPTOR模型，我们采用了标准的聚类与摘要生成流程；而对照方案则通过递归编码和连续文本块摘要来构建平衡树。我们根据RAPTOR观测到的平均聚类规模（约6.7个节点）确定该方案的窗口大小，最终选定7个节点作为窗口尺寸。两种模型均采用折叠树结构进行检索。 # B.2 结果与讨论 消融研究的结果如表9所示。该消融研究结果明确表明，采用RAPTOR聚类机制相比基于时效性的树状方法能提升准确率。这一发现证实了我们的假设：RAPTOR的聚类策略能更有效地捕捉同质化内容以进行摘要生成，从而提升整体检索性能。 16 以ICLR 2024会议论文形式发表 表9：RAPTOR与基于时效性的树状方法对比的消融研究结果
	配置
	准确率

	( RAPTOR + SBERT )嵌入 + UnifiedQA
	56.6%

	基于时效性的树结构 + SBERT嵌入 + UnifiedQA
	55.8%


C 数据集统计与压缩比率
所有数据集中摘要长度与子节点长度总和的平均比率为0.28，表明压缩率为。平均摘要长度为131个词元，平均子节点长度为86个词元。以下是三个数据集的详细统计信息： 表10：各数据集的平均摘要长度与子节点长度统计
	数据集
	平均摘要长度（词元）
	平均子节点文本长度（词元）
	每个父节点平均子节点数
	平均压缩率（%）

	所有数据集
	131
	85.6
	6.7
	.28

	QuALITY
	124.4
	87.9
	5.7
	.28

	NarrativeQA
	129.7
	85.5
	6.8
	.27

	QASPER
	145.9
	86.2
	5.7
	.35


D 摘要提示
表11展示了用于总结的提示。 表11：摘要提示
	角色
	内容

	系统
	您是一个文本摘要生成门户

	用户
	请为以下内容撰写摘要，尽可能包含关键细节：{context}：


电子幻觉分析
为了评估RAPTOR模型中摘要的质量和准确性，我们重点分析了生成摘要中的幻觉现象。这些摘要由gpt-3.5-turbo生成，随后通过人工标注量化幻觉率，检验这类错误是否会传播至父节点，并评估其对问答任务的影响。 # E.1 方法论 我们从40个故事中随机抽取了150个节点进行幻觉评估。这种抽样策略能全面反映模型在不同语境下的表现。每个节点均经过人工标注，判定是否存在幻觉内容。 # E.2 调查结果 在采样的150个节点中，（6个节点）存在某种形式的幻觉内容。最常见的情况是，模型在生成摘要时添加了可能来自其训练数据但原文中并未出现的次要信息，或是在创建摘要时错误地外推了某些信息。 17 作为ICLR 2024会议论文发表 # 示例： 子节点的文本内容 “那你愿意跟我一起回到我的族人中去吗？我们可以在这里和他们一起生活，你会成为一名伟大的战士——哦，等乔尔去世后，你甚至可能成为酋长，因为没有人能比我的战士更强大……”
“但你父亲不会允许的——乔尔，我的父亲，高卢人的大酋长，不会允许的，因为和我一样，你也是科斯-阿塔-洛。哦，科-坦，要是我们能在一起就好了！……”
布拉德利注意到她说的是英语——虽然和科-坦一样带着生涩，却同样动人。 该节点的父节点中找到的摘要： 主角布拉德利被科坦邀请留下，成为她族人中的伟大战士，但他拒绝了，必须回到自己的国家。圣莫尼卡的汤姆·比林斯到来，告诉他们他是来寻找一个名叫小鲍文·J·泰勒的人。科坦的妹妹阿乔尔对可能去汤姆的国家看到奇异美妙的事物感到兴奋…… 这里的幻觉在于摘要声称小阿约尔和科坦是姐妹，但并未明确提及或暗示这一点。 在审查所有父节点后，我们发现幻觉并未向更高层级传播。总体而言，这些幻觉较为轻微，并未改变文本的主题解读。 # E.3 对质量保证任务的影响 在我们的发现中，幻觉对问答任务的性能没有明显影响。这表明幻觉并非我们RAPTOR架构中摘要组件的主要问题。 # F 检索方法的伪代码 算法1 树遍历算法
function TRAVERSETREE.树结构, 查询向量,  $k$  
 $S_{\mathrm{当前}} \gets$  树结构(层级[0])  
for 层级 in 范围.树结构.总层数 do  
top_k  $\leftarrow []$   
for 节点 in  $S_{\mathrm{当前}}$  do  
分数  $\leftarrow$  点积(查询向量, 节点)  
top_k.append((节点, 分数))  
end for  
 $S_{\mathrm{当前层}} \gets$  排序(top_k)[:k].节点集  
 $S_{\mathrm{当前}} \gets S_{\mathrm{当前层}}$   
end for  
return  $S_0 \cup S_1 \cup S_2 \cup \ldots \cup S_k$   
end function
G 定性分析
为了定性检验RAPTOR的检索过程，我们在一篇1500字的童话故事《灰姑娘》的主题性多跳问题上进行测试。将RAPTOR检索到的上下文与密集段落检索（DPR）获取的上下文进行对比。主论文图4详细展示了RAPTOR树状结构中两个问题的检索过程：RAPTOR为每个问题选中的节点被高亮显示，而DPR对同一问题选取的叶节点则用箭头标注。这一对比凸显了RAPTOR树状结构的优势——该系统能根据问题所需的粒度层级，从不同层次选取相应节点。 18 以ICLR 2024会议论文形式发表 算法2 折叠树算法 function COLLAPSEDTREE.tree, query, k, max_tokens)
tree  展平.tree) ▷ 将树结构展平为一维
top_nodes 
for node in tree do
top_nodes.append((node, 点积(query, node))
end for
top_nodes  排序(top_nodes)
result 
total_tokens 
for node in top_nodes do
if total_tokens + 节点令牌大小 < max_tokens then
result.append(node)
end if
total_tokens  total_tokens + 节点令牌大小
end for
return result
end function
	问题：故事的核心主题是什么？

	RAPTOR
	仙女教母通过将灰姑娘的破衣变成…帮助她参加舞会…灰姑娘在舞会上给王子留下深刻印象…她忘记了时间，不得不独自在黑暗中跑回家。王子找不到灰姑娘，便去寻找她…她原谅了她的姐妹们，并总是对她们非常友善，王子非常高兴他找到了那只玻璃鞋。

	DPR
	两只老鼠变成了侍从；四只蚱蜢变成了白马。接着，仙女触碰了灰姑娘的破衣，它们变成了镶有蕾丝的华丽缎袍…哎呀！钟敲响了十一下。她找不到马车，只有一个南瓜，老鼠们看到她后迅速跑开；而她所有的华丽衣服都变回了破衣，她不得不独自跑回家…她们告诉她一位美丽的公主参加了舞会，王子对她非常着迷。她们不知道那就是灰姑娘。

	问题：灰姑娘如何找到幸福的结局？

	RAPTOR
	灰姑娘的故事涉及她的教母，一位仙女，她用魔杖将南瓜变成了一辆豪华马车，并让灰姑娘参加舞会。然而，灰姑娘必须在钟敲响十一下之前回家，否则她的衣服会变回破衣…灰姑娘在舞会上给王子留下深刻印象，但在王子发现她是谁之前离开了…王子寻找丢失的玻璃鞋的主人，发现它属于灰姑娘。她原谅了她的姐妹们，王子很高兴找到了她。

	DPR
	钟敲响了十一下…王子再次错过灰姑娘时非常惊讶，离开舞会去寻找她…仙女触碰了灰姑娘的破衣，它们变成了镶有蕾丝的华丽缎袍…她的旧鞋变成了一双迷人的玻璃鞋，像钻石一样闪闪发光。“现在去舞会吧，亲爱的，”她说，“好好享受。但记住，你必须在钟敲响十一下之前离开房间。如果你不这样做，你的衣服会变回原来的破衣。”


表12：RAPTOR和DPR针对灰姑娘童话问题检索到的相关文本节选。 手头的问题。此外，DPR检索到的信息往往已包含在RAPTOR检索的上下文中，要么直接作为叶节点出现，要么间接作为更高层级摘要的一部分。 “我们研究的第一个问题是“灰姑娘如何找到幸福结局？”，这是一个需要通过综合多个文本片段信息来回答的多跳问题。为了控制语言模型可能对灰姑娘故事的熟悉程度，我们指示它仅依赖检索到的信息进行回答。表12展示了RAPTOR和DPR针对该问题检索到的文本。RAPTOR的上下文简洁描述了灰姑娘通往幸福的历程，而DPR的叶节点主要聚焦于她最初的转变过程。检索信息的差异” 19 作为ICLR 2024会议论文发表 显著影响下游任务。当GPT-4获得RAPTOR提供的上下文时，它会生成详细答案：“灰姑娘找到了幸福结局——王子寻找丢失玻璃鞋的主人时发现它属于灰姑娘，两人最终结婚，彻底改变了灰姑娘的生活。”而使用DPR提供的上下文时，GPT-4则表示：“根据给定上下文无法确定灰姑娘如何获得幸福结局，因为文本缺少故事结局的相关信息。” 我们探讨的第二个问题是“故事的核心主题是什么？”，这是一个需要整体理解全文的主题性问题。RAPTOR和DPR为该问题检索到的文本如表12所示。RAPTOR检索的文本包含故事所有主要部分的简要描述，而DPR检索的文本则是对故事局部细节的详尽描述。检索机制的差异再次影响了GPT-4回答问题时的表现。基于DPR提供的上下文，GPT-4输出“故事的核心主题是蜕变与内在美的力量——善良谦逊的灰姑娘被魔法变成美丽公主，在舞会上赢得王子和众人的瞩目与倾慕。”该答案仅考虑了故事前半部分（截至灰姑娘初遇王子）。相比之下，基于RAPTOR提供的上下文，GPT-4输出“故事的核心主题是蜕变与战胜逆境——在仙女教母帮助下，受尽欺辱的灰姑娘蜕变为美丽自信的少女，最终与王子收获幸福与爱情。”这一答案更为完整，展现出对故事全局的把握。 这一定性分析表明，RAPTOR优于先前的检索机制，因为它检索的信息更具相关性和全面性，从而在下游任务中表现更佳。 我们还创作了一篇2600字的故事，并围绕其叙事与主题设计了相关问题。下文展示了故事节选，完整版PDF可通过此处链接获取。针对诸如”故事的核心主题是什么？“的提问，系统会检索到一个高层级节点，其中包含这样一句话：”这个故事讲述了人际联结的力量……他们在追逐激情的过程中相互激励、彼此鼓舞。“这段未在原文中直接出现的摘要，几乎完美回应了提问。 # 节选自《热切的作家》”伊桑对写作的热爱始终是他生命的一部分。童年时，他总爱在笔记本上涂鸦故事和诗歌；随着年龄增长，这份热爱愈发炽烈。无数个夜晚，他都在房间昏黄的灯光下对着笔记本电脑敲打键盘。最近他为支付账单接受了网络营销公司的内容撰稿工作，但内心仍渴望着故事创作的世界。和许多怀揣作家梦的人一样，他始终未能在行业中找到立足之地。这份文案工作让他越来越清楚地意识到——这绝非心之所向。正是在这段迷茫期，他偶然发现了Pathways应用。这个为同行业者提供交流学习平台的软件，让他看到了与文字同好者建立联结的契机。伊桑发现这里不仅能遇见志同道合之人，更能获得前辈的指导。他立即注册账号，惊讶地发现平台上汇聚着从行业翘楚到初出茅庐的众多写作者。” # H NARRATIVEQA 评估脚本 我们对AllenNLP的评估脚本3进行了几处修改，以更好地满足评估需求： - 添加平滑处理：引入了平滑技术以处理因参考文本中无n-gram匹配而导致BLEU得分为零的情况。零分BLEU会扭曲结果，对罕见或新创短语造成过于严苛的评价。通过添加 3docs.allennlp.org/models/main/models/rc/tools/narrativeqa/ 20 作为ICLR 2024会议论文发表 通过平滑函数，我们防止BLEU分数降至零，从而提供更公平的评估。 - 修改后的BLEU-4权重：原脚本在计算BLEU-4时对最高阶n-gram（4-gram）赋予权重1，其余权重为0（即权重）。这种方法可能过度关注4-gram匹配而忽略低阶匹配。为提供更均衡的评估，我们将权重均匀分配至所有n-gram层级，将BLEU-4计算的权重调整为(0.25, 0.25, 0.25, 0.25)。 - METEOR计算中映射前的分词处理：原脚本在METEOR计算中采用了简单的分割与映射方法。我们通过先对文本进行分词再映射词元的操作修复了此问题。此项改进通过考虑词语正确的语言学边界，提升了METEOR计算的准确性。 # I 不同层面对猛禽性能的分析 # I.1 不同层如何影响性能？ 在本节中，我们将详细展示RAPTOR针对不同故事查询层次化树结构各层级时的检索性能表现。这些表格验证了RAPTOR多层结构对于多样化查询需求的实际效用。 [image: images/88e9fc288629f10823470344c6f4fa166d22daa99afd73cda09862e1045407c5.jpg]
[image: images/51bd3be05b3e71f99c575449837fe20d35e402599420f8d8688bc32c2b12b4fb.jpg]
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图7：直方图展示了使用三种检索器（SBERT、BM25和DPR）在三个数据集（NarrativeQA、Quality和Qasper）中从RAPTOR树不同层级检索节点的百分比分布。数据显示，最终检索结果中占显著比例的节点来自非叶层级，其中第一层和第二层的贡献尤为突出，这凸显了RAPTOR层次化摘要结构在检索过程中的重要性。 表13：RAPTOR在查询故事2树结构不同层级时的性能表现。
	查询层数 / 起始层
	第0层（叶节点）
	第1层
	第2层

	1层
	58.8
	47.1
	41.1

	2层
	-
	64.7
	52.9

	3层
	-
	-
	47.1


表14：RAPTOR在查询故事3树的不同层级时的性能表现。
	查询层数 / 起始层
	第0层（叶节点）
	第1层
	第2层

	1层
	66.6
	61.1
	61.1

	2层
	-
	66.6
	66.6

	3层
	-
	-
	83.3


I.2 检索到的节点来自哪些层？
我们进一步在所有三个数据集上以及使用三种不同的检索器与RAPTOR（采用折叠树检索方法）进行消融实验，以检验检索节点的来源层级 21 以ICLR 2024会议论文形式发表 表15：RAPTOR在查询故事4树的不同层级时的性能表现。
	查询层数 / 起始层
	第0层（叶节点）
	第1层

	1层
	94.7
	84.2

	2层
	-
	89.4


表16：RAPTOR在查询故事5树结构不同层级时的性能表现。
	查询层数 / 起始层
	第0层 (叶节点)
	第1层

	1层
	57.9
	47.3

	2层
	-
	68.4


起源于。我们观察到，在检索到的节点中，有到来自非叶节点。如图7所示，跨层的检索模式揭示了RAPTOR多层树结构的重要性。值得注意的是，在使用DPR检索器为NarrativeQA数据集检索时，RAPTOR检索到的节点中有很大一部分来自树的第一层和第二层，而非叶节点。这一模式在其他数据集和检索器中也保持一致，尽管百分比有所不同。 表17：不同数据集和检索器中非叶节点的节点百分比
	数据集
	DPR
	SBERT
	BM25

	NarrativeQA
	57.36%
	36.78%
	34.96%

	Quality
	32.28%
	24.41%
	32.36%

	Qasper
	22.93%
	18.49%
	22.76%


表18：使用DPR作为检索器时不同层节点的百分比
	层级
	NarrativeQA
	质量
	Qasper

	0
	42.64%
	67.71%
	77.07%

	1
	45.00%
	29.43%
	21.88%

	2
	10.57%
	2.85%
	1.05%

	3
	1.78%
	-
	-

	4
	0.003%
	-
	-


表19：使用SBERT作为检索器时不同层节点的百分比
	层级
	NarrativeQA
	质量
	Qasper

	0
	63.22%
	75.59%
	81.51%

	1
	31.51%
	22.78%
	17.84%

	2
	4.85%
	1.63%
	0.65%

	3
	0.42%
	-
	-


表20：使用BM25作为检索器时不同层节点的百分比
	层级
	NarrativeQA
	质量
	Qasper

	0
	65.04%
	67.64%
	77.24%

	1
	28.79%
	28.85%
	21.57%

	2
	5.36%
	3.51%
	1.19%

	3
	0.81%
	-
	-
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