研究对象
为什么是图？
图是描述和分析关联数据（关系和交互的实体）的通用语言
之前的数据均是独立同分布iid（Independent and identically distributed）
但是图具有任意尺寸的输入和复杂的拓扑结构
没有固定的节点顺序和参考锚点（有时间、排列顺序）
动态的和多模态特征
数学形式
代码抽象成计算图
神经网络架构
谱图论：
分析与图有关的矩阵，如邻接矩阵或拉普拉斯矩阵。
图信号处理：图信号是数据样本的有限集合，图中的每个节点都有一个样本。
图级别任务
我们的目标预测是整个图属性。如对图进行分类。例如，对于一个一图表示的分子，我们可能想预测分子的气味；
顶点（节点级）任务/半监督节点分类：
节点级任务关注于预测图中每个节点的身份或角色，一个经典预测问题就是角色分类。节点分类、节点回归。
边级别任务。图像场景理解，除了识别图像中的物体外，还要推测它们之间的关系，即边的属性。推荐系统，“可能认识的人“。链接预测。
社区（子图）任务——用户聚类、交通预测
图生成：生成一个新图，生成新的分子结构。预测蛋白质空间结构、计算机图形物理、alphafold
模拟
Readpaper、connected papers、bios。Idea。edu、pagerank、openrank
网络嵌入：将图中的每个节点表征为一个向量，比如图结构和图的属性。网络嵌入又称为图嵌入和节点标征学习。
图神经网络：指能够在图数据上工作的神经网络。
图卷积网络 ：
消息传递：信息传递是图神经网络的框架之一，每个神经网络的图结构在不同节点之间传递信息。最广泛的是仅在直接连接的节点间传递信息。消息传递函数也称为图滤波器或图卷积。
读出：对各个节点的信息进行总结，以形成更高层次的信息。也叫做池化、图粗粒化。
图对抗攻击：通过操纵图结构和节点表征以产生最坏情况下的扰动，使得模型性能下降。
鲁棒性验证：提供形式化保证，使得某个扰动，模型也不受影响。

直推式学习和归纳式学习：
直推式指在训练期间观察目标实例，如节点或边，尽管目标实例的标签未知
归纳式学习旨在学习课泛化到未观察到的 实例的模型。
解决问题
1、 最短路径
2、 节点重要度、度中心性
3、 社区搜索、社群检测
4、 邻接预测
5、 节点相似度
6、 嵌入
7、 链路
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传统方法：Graphlets，graph kernels
图嵌入：deepwalk、node2vec
图神经网络：GCN/GraphSAGE/GAT/GNN
知识图谱和推理TransE，BetaE
生成新的图：GrpahGNN
PyG、GrpahGym、networkx。Org、dgl、ai、antv、echars、db-engines.com

第一步，如何表示图和我的神经网络兼容？
将所有点属性作为向量。
图有四种属性，边的属性、顶点属性、全局属性和连接性（边连接哪些顶点的信息，即图的结构，即邻接矩阵属于全局属性）
权重（频率）
排行（最好的）
类型（朋友）
标志
节点
链接
Zoo提

矩阵太大：稀疏矩阵x稀疏矩阵，任意尺寸和复杂的拓扑结构
没有固定的节点顺序和参考锚点
动态变化和多模态特征
同一张图有不同的邻接矩阵
邻接矩阵另一种表示：
有n个元素，长度为边数，第i个元素表示第i条边，每个含两个元素表示连接哪两个顶点。
图神经网络
输入的是图，输出可以是节点的类别、节点的新连接、新的图、子图
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黑箱：端到端：不需要人工提取特征，自动学习特征（类似CNN）就可以完成端到端的表示学习。
什么是表示学习？就是将一个复杂的信息变成一个d维向量来表示原来的语义信息。
图嵌入：就是将节点映射成一个d维的向量，包含节点语义信息的嵌入向量，包含了节点的属性特征连接关系，节点语义信息，节点特征表示嵌入。


[image: ]
[image: ]

作用于图的所有信息的可优化的一种变换，同时保存图的对称性（排列不变性）（对于顶点进行另外一个排序，结果不会变）
信息传递的神经网络输入是一个图，输出也是一个图。
它会对顶点、边和全局属性进行变换成嵌入，但是不会改变连接性
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1、 如何嵌入，即将节点、边映射为d维向量？——属性特征和连接关系（分布式）
1. 低维 向量维度远小于节点数
2. 连续 每个元素都是实数
3. 稠密 每个元素都不为0
向量相似度反映了节点相似度
嵌入向量包含网络连接信息
图嵌入基本框架---编码器-解码器


用表示图，来表示属性图

图神经网络的目标是通过图结构和节点属性来学习节点表征
F是节点表征的维度
V 节点组，节点（顶点）的集合
E 边、联系的集合
N节点个数

邻接矩阵

节点属性特征的矩阵
N（v）表示v 的邻居，与v相连所有节点的集合。
节点属性特征如果没有特征？
1、全设为1
2、独热向量
邻接矩阵+每个节点特征直接输入
1、 O(|v|) 参数 过拟合
2、 无法泛化到新节点
3、 不具备“变换不变性（置换不变性）”，节点嵌入方式应与节点的顺序表示无关
本体图：如何设计知识图谱，把节点类别和节点之间的关系决定好
取决于将来解决什么问题
唯一，无歧义
异质图

，节点不同类别，链接不同类型


节点两种类型：二分图
展开二分图
传统的特征工程
节点的特征
节点具有自身的属性特征，也具有连接特征
对于本节只讲无向图的连接特征



输入某个节点的d维向量
输出该节点是某类的概率（属于分类问题）
由于训练时用到了未标记节点的特征，所以是半监督
1、 节点的度


2、 特征向量重要度 


这个c恰好就是A的特征向量
此时Cλ=AC，λ为最大的特征值
以上是节点的重要度、中心度
3、 
簇类系数交通要道上
4、 去哪都近 closeness centralitu


5、 集群系数（子图模式graphlets）


有多抱团
6、 GDV
以上是节点局部领域拓扑连接结构
边的特征
任务：通过已知连接补全未知连接
1、 静态图，随机删掉连接然后再预测它们
2、 动态图，随时间变化
去预测出下个时间t1‘的L个连接，从L个连接选出top n个连接
比较出n个连接和下一时刻真正出现的连接
直接提取link的特征
既要补全连接，也要提供补全的类别。
全图的特征
消息传递的神经网络
信息传递。
广泛地收取邻居节点的意见，再更新自己的节点，通过不断的迭代——AP聚类的思想。
先求和再神经网络和先神经网络再求和有区别吗？会破坏它的不变性吗
表征/表示学习：从数据中提取最少必要信息
图嵌入、节点表示学习：把节点映射为低维连续稠密向量
图中相似的两个节点，经过编码之后在d维空间中距离相近
向量点乘数值 （余弦相似度）反映节点的相似度
对于全局向量、顶点向量和边向量通过三个多层感知机（MLP），这三个MLP构成了GNN的一个层
从初始节点表征H ^0=X，每一层都有两个重要函数
1、 AGGREGATE从每个节点的邻居节点处汇总信息
2、 COMBINE通过结合来自邻居节点的聚合信息和当前节点表征来更新节点的表征


一旦有了节点表征，我们可以用于下游任务，以节点分类为例，节点v的标签
可以用softmax预测




给定一组标签，就可以通过最小化损失函数（反向传播神经网络）来调整模型


Yi是i的标注标签，nl是标签节点的数量
顶点预测——MLP只有一个全连接层，所有顶点、所有边共享全连接层。
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将这个顶点的边的向量和全局的向量，加起来来代表这个顶点的向量。
反之亦然，用顶点的向量
给定一个输入的图，经过GNN层（MLP），得到了变换后的图，保持了图的结构信息，再根据对什么属性做出预测添加合适的输出层，如若是对节点进行二分类，则对每个节点应用线性分类器。如果缺失信息加汇聚层。
怎么实现GNN？——图卷积神经网络
把它的向量和把它邻居节点(1邻居)向量加在一起（也可以不加对象向量。即不利用自身来更新），再经过MLP（神经网络/多层感知机）,来更新这个节点的向量。（也可以先将邻居一起经过神经网络然后再相加）
一开始k=0，所有节点的嵌入就是这个节点的属性特征
K+1层第v个节点的嵌入为v邻域节点计算出来







最大特征值为1；单纯的Arow=D-1A或者Acol=AD-1，没有考虑对方的连接数。


左乘做行变换，右乘做列变换
对称矩阵，既考虑了自己的度，又考率对方的度
特征值在（-1，1），输入向量左乘该矩阵之后，幅值会变小

，特征值为[-1,1],且最大的特征值为1
归一化的拉普拉斯矩阵，从谱域的角度



因此，如果i和j相连，其权重为
I和j彼此间连接，关系性就大；反之，如果i和j叶连接了其它节点，那么关系性就小
即，我们从左边的DA来看的话，就是对邻接矩阵进行调整，加上与其它节点的关系。
缺点：没有自己的特征
改进：加入一个自己的连接




还可以自己的节点和邻域的节点分开计算

即
Bk非恒等映射，不是残差连接
如何训练
有监督
半监督节点分类




θ：分类预测头权重参数，将函数映射到低维进行分类
无监督
图自身结构——两个节点越紧密，节点特征相似
如何判断两个相似节点？
1、 随机游走中被采样到
2、 矩阵因式分解
3、 图中如果两个节点相连
CE：交叉熵损失
DEC:解码器
Yu,v=1节点u和v非常相似


编码器：
嵌入，即通过神经网络，查表
传统的基于随机游走的方法（DeepWalk、Node2Vec）是直接优化最后的特征表


直推式学习：随机游走
归纳式学习优点：可拓展性强——GraphSAGE /GAT、GIN/GCN
1、 无法立刻泛化到新加入的节点某种程度的过拟合
2、 相同的结构功能角色（根据每个节点分别构建计算图）
3、 利用了图的属性特征（节点、边、全局、子图、连接）
如何泛化到新节点？马上获得新节点的嵌入、连接结果
冷启动（“on the fly”）
4、泛化到新图——迁移学习
5、训练时间随图的规模增大线性再增加

相当于卷积的核窗口里面的每个权重是一样的（），通道还是保留了。
是卷积里固定领域和固定顺序的一种特例。
Transfomer自注意力
每个单词之间相互影响——全连接词图
两个不同 的神经网络，先邻居更新（邻居更新利用的是同一个神经网络）然后再更新这个节点。
图神经网络的层数
是计算图的层数而不是神经网络的层数（你可以很多层），而是计算图的层数，即利用六个邻居（k-layere meandsk-hop）K层GNN的感受野
过拟合——不应该过深，也不应该过多。
计算图结构相同（功能相同）
把顶点的信息传递给边，即把边的两个顶点向量加上自己的向量，经过池化层来更新边；再把边的信息传递给顶点，即顶点有关的边再相加，然后经过池化层来更新顶点。这样就实现了点和边之间的信息传递。
如果维度不一样，需要进行特征线性映射
在之前的更新没有涉及到边和顶点间的关系
但是这里交换了信息，因此先更新边还是更新顶点
交替更新，即同时做且不更新，这样子边和顶点都是同一个
添加全局表示
图中相距较远的节点可能无法高效传递信息。对于某个节点而言，有k层网络也只能将信息传播看、步距离。
解决这个问题的方法是添加一个master node或context vector——U。
主节点或者上下文向量。
这个点是虚拟的顶点，跟所有的顶点和边相连。
对于某一顶点，考虑来自相邻节点、（相邻边） 以及全局信息
对于边考虑相邻节点和主节点的信息
对于主节点考虑所有边与所有顶点
最终在做预测时，可以只用本身向量，也可以综合邻接顶点、邻接边和全局的向量
不同类别的属性就叫做注意力机制
一些技巧
1、 在进行聚合之前先进行邻域信息的转换，如抛弃一些
2、 跨层连接 残差网络
3、 特征工程与采样、图增强
一些问题
1、 顶点之间可以有多种边
1、多重图或者多边图，即一对节点有不同类型的边；
嵌套图，也叫做超节点图一个节点代表一个图
超图，一条边可以连接多个顶点
图可能是分层的 hypernodes，一个顶点可能映射一个子图
2、 对图进行采样和batch，采样一个小图出来，在小图上进行信息的汇聚
a) 随机采样一些点，找出它的最近邻居，在这个子图上进行计算
b) 随机游走 随机从一个节点开始随机走 子图
c) a+b
d) 1近邻，2近邻……然后往前走k步
e) Batch，将几个顶点形成一个batch来做运算
3、 做出假设
卷积神经网络：空间变换的不变性
循环神经网络：时序的延续性
GNN假设：图的对称性
4、 比较汇聚操作
Maax mean sum
5、 GCN的子图函数近似
K层MLP
每个点都是以自我为中心往前走k步的子图的信息汇聚
6、 点和边的对偶
7、 图卷积和矩阵乘法 
等价于邻接矩阵的乘法 page rank
8、 图上也可以进行加权和
但是图上并没有位置信息。注意力机制。你的权重取决于两个定点向量而不是位置
9、 图的可解释性
学到了什么？
10、 对图的拓扑结构的生成式建模
图神经网络的表达能力
半监督节点分类——标签传播
有一部分节点有标签有一部分没有
1、 根据已知类别节点，猜出其它未知节点的类别，并没有新节点的加入、新的边的加入，训练的是同一张图——直推式学习
未知的节点也可能被用于训练


Y是标签的向量，n个节点就是n维向量，
如何进行分类？利用节点本身的属性特征向量
1、 节点自身属性
2、 邻域节点标注）（类别）和属性特征
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  属性特征是节点或边固有的描述信息，它们通常在图的构建过程中就已经确定，并且在图的分析和学习过程中发挥重要作用。这些特征可能是连续的（如数值）或者离散的（如类别）。
  标注通常是在监督学习的任务中使用的，用于描述节点或边的类别。标注数据通常是用于训练模型的标签信息，而属性特征则是用来辅助模型进行预测的数据。
消息传递机制：
利用邻域节点的 信息来猜测
标签传播
集体分类
自然假设：相近的节点是相同的类别
Homophily——同质性 ：具有相似属性特征的节点更可能相连且具有相同类别，即同质性 individual->social connection物以类聚，人以群分

Influence 
Social->individual 社交关系会影响节点类别近朱者赤近墨者黑
标签传播——同质性的应用，根据邻居求分类——kNN最近邻分类
假设为二分类
1、 所有已标签的节点为{1，0}
2、 没有标签的节点为0.5
迭代方式：用邻居节点加权平均
按顺序计算节点
最后可能收敛，设置一个阈值
或者设置最大迭代次数
1、 没有用到节点的属性特征
2、 可能不收敛
最大奇异值就是最大特征值的平方
特征值[-1,1]之间，是收敛的,反之发散
ICA算法
既要用到节点的属性特征，又要用到它的连接信息
Φ1（fv） 基分类器 仅使用节点属性特征
 Φ2（fv，zv）关系型分类器 
如何计算zv=包含了邻域节点类别信息的向量
1、 直方图
2、 附近最多的类别
3、 类别的数目

1、 训练已标注的数据集上
2、 迭代
1、 在未标注的数据集上，先用Φ1预测未知节点的Yv（标签）
2、 用Yv计算zv
3、 用Φ2预测所有节点类别，然后丢弃Φ1
4、重复以下步骤：
			更新每个节点的zv
			用Φ2预测Yv
直到收敛或者最大迭代次数
可能不收敛
根据：马尔科夫 节点Yv仅依赖于它的邻居
框架：
1、 初始化标签
2、训练关系型计算
3、迭代
Correct and smooth后处理算法
1、 训练一个基础的分类器
2、 预测所有节点的预测结果（0和1的概率，即为soft lable）
3、 后处理
（1） 在已有的标注的节点上训练模型
（2） 再用此模型对所有节点进行预测
（3） Soft label 足够的体面——降低不确定性
（4） 计算 思想：相邻的节点误差相似，在误差图中也有同质性
分散不确定性和困惑度
仅计算有标注的节点，用真实标注减去预测的，得到误差矩阵
扩散训练误差 类似标签传播

 
α为超参数


原未经过扩散的节点和s点乘扩散后的矩阵得到新的误差矩阵
最后归一化
（5） 让结果变得平滑 类似标签传播
已标注的{0，1}，未标注的用计算得到的
Z矩阵的置信度，为计算后的矩阵
Loopy belief propagation
节点之间传递消息
Label potential matrix ψ：节点和邻居间的依赖关系
ψ（Yi，Yj）（条件概率）邻居节点为Yi类别时，节点j为Yj类别的概率
先验概率Φ（Yi），节点i为Yi概率
mi->j(Yj) 节点i认为节点j时类别Yj的概率
L


有坏
1、 彼此不独立
2、 不会收敛
优化：更高的认为
Masked label prediction
BERT from NLP
自监督学习
自己阅读语言
1. 编码器-解码器框架的核心分工
(1) 编码器（Encoder）
· 核心任务：将原始图数据（节点特征、拓扑结构）转换为低维稠密的向量表示（嵌入表示）。
· 关键操作：
· 消息传播（Message Passing）：
· 节点从邻居接收信息（Message）。
· 聚合（Aggregate）邻居信息（如求和、均值、注意力加权）。
· 结合自身特征更新（Update）状态。
· 公式示例：
hv(l+1)=UPDATE(hv(l),AGGREGATE({hu(l)∣u∈N(v)}))hv(l+1)​=UPDATE(hv(l)​,AGGREGATE({hu(l)​∣u∈N(v)}))
· 多层堆叠：通过多轮消息传播捕获高阶邻域信息（如GCN、GAT等）。
(2) 解码器（Decoder）
· 核心任务：基于编码器生成的嵌入表示，完成下游任务（如节点分类、链接预测）。
· 典型操作：
· 直接对节点嵌入应用全连接层：y_v = \text{MLP}(h_v^{(L)})。
· 计算节点对相似度（链接预测）：P(u,v) = \sigma(h_u^T h_v)

  
		
随机游走
之前的节点特征不讲属性特征只讲连接特征,这里也是


图表示学习：通过随机游走构造自监督学习
[image: ]
表示学习：自动学习特征，将各模态输入转为向量。与下游任务无关.
1、编码器:输入一个节点,输出对应的d维向量 ENC 
2、解码器:向量点乘数值(余弦相似度)反映节点的相似度DEC
3、在原始图中定义一个节点相似度函数(直接相连/间接相连/相同功能角色) 
4、目标:迭代优化每个节点的D维向量,使得图中嵌入向量相似对应节点相似度

编码器：[image: ]

解码器：


[image: ]
通常，内积越大，表示两个向量在相同方向上的相似度越高。
得到一个标量
输入的向量积，输出相似度
两个节点完全不相同,正交
相似度为1,如直接相邻,对应向量共线\相同
图神经网络作为编码器
其他值作为向量相似度的定义作为解码器
最简单的编码器就是查表
浅编码器


Z为向量的嵌入
每一列是个节点的嵌入，行数为向量的维数，列数为节点个数
V是个独热向量
这个优化的目标是什么:Z矩阵方法：deepwallk和node2vec
深编码器:GNN
随机游走即是编码器
随机采样一个序列，如果这两个节点在一个序列中那么这两个节点就是相似的
也就是说，其实在图中定义哪种节点相似（直接相连/间接相连/相同功能角色)最终得到的结果也就是对应的数量积越大



[image: ]
随机策略:如何随机?走了多少?
1、zu：u的嵌入向量
2、P（v|zu）从u节点出发的随机游走序列经过v节点的概率
	如果u和v出现在一个序列里我们希望这个概率高
3、 如何计算概率？
1、用softmax函数、sigmoid函数去预测概率

		
1、 采样得到若干个随机游走序列，计算条件概率
2、 优化每个节点的d维向量，序列中共现的向量数量积大；不共线的向量数量积小；
即条件概率大的向量数量积要大


即最大化（以SGNS为例）DEC(zu,zv)=
极大似然估计
· 正样本 (u,v)：增大内积 v_u · v_v（对应高 P(v|u)）希望从u节点出发的跟它相似的，出现在同一个随机游走序列中的节点概率大
· 负样本 (u,n)：减小内积 v_u · v_n（对应低 P(n|u)）
[image: ]
1、 表示能力高（多跳信息）
2、 计算便捷



得出了损失函数：


于是我们的目标：为了求zu而需最小化L
高复杂度：思想：

			
Word2vect是根据词频的
非均匀分布的随机采样
K越多鲁棒性越好
优化：随机梯度下降
（Batch）GD:
全局弄完之后求得更新梯度和更新权重
Mini-batch SGD
不是所有样本，而是每个训练样本（即一个随机游走序列）优化一次
循环：
1、 采样生成mini-batch
2、 前向传播求损失函数
3、 反向传播求需更新的梯度
4、 优化更新权重
Minibatch ——每次一批游走序列
如何随机游走序列策略呢？
DFS（全局宏观）还是BFS（局部微观）？
[image: ]
两个参数：p和q
P：回到上一个节点的概率
Q：走向更远的节点的概率
P大q小：深度优先
P小q大：广度优先
探索近邻：节点功能角色
深度优先：同质节点
总之，基于随机游走序列里的两个节点概率越大越好的目标

[image: ]

4. 示例说明
假设有一个小型社交网络图 G：
· 节点：V={A,B,C,D}
· 边：E={(A,B),(B,C),(C,D)}
· 参数：d=2,γ=1,t=3,w=1执行流程：
1. 初始化 Φ：随机生成4个2维向量（如 ϕA=[0.1,−0.2]）。
2. 构建霍夫曼树：按节点度数（或均匀）分配路径。
3. 随机游走：
· 打乱节点顺序，如 O=[B,A,D,C]。
· 从 BB 出发的游走：可能生成 [B, A, B, C]。
4. SkipGram更新：
· 对序列 [B, A, B, C]，窗口 w=1w=1：
· 中心词 A，上下文 [B]：更新 ϕA 和 ϕB。
· 中心词 B，上下文 [A, C]：更新 ϕB​、ϕA、ϕC。
随机游走最长路径是5，怎么还可以左边4个右边4个？
那你限制住啊？左边0个不就行了？


基于矩阵分解
目标：最大化Zvzu 如果两个节点间（u，v）是相似的
Zvzu=Au，v两节点相连那么嵌入向量的数量积就是为1



最小化等同于A的矩阵分解

’
Vol(G):矩阵大小
T:上下文滑窗宽度
R：为了归一化矩阵而设的幂
Logb：负采样的样本数

无法泛化到新加入的节点，某种程度的过拟合

Deepwalk
在线学习算法:即来记取的算法,如果有新的节点和关系,只需要增加这些新的节点和关系的嵌入,不必把所有图重新再学一边
统计学习模区别于硬编码的专家系统
序列里的每个节点相当于一个词,每个随机游走序列相当于一句话.
套用word2vec,假设每一句话里单词相关
Deepwalk假设一个序列里相邻的节点相关

[image: ]
由周围词预测中心词,也可以用中心词预测周围词
Deepwalk通过一连串的随机游走序列来学习到网络的连接结构信息(边的信息,社群信息和邻居信息)
该算法主要由两个部分组成；首先是随机游走生成器，其次是更新过程
传统方法是基于独立同分布的数据集
之前用的是近似推断方法
与节点的标签特征无关,只与连接.结构有关。

1/对于数据集模型的健壮的表达
2/稀疏情况下更好,更少的数据
3/可扩展性.流版本,不必知道全图.


E 作为笛卡尔积,
X是节点特征
Y是输出特征,或是标签个数
传统的关系分类叫做无向马尔科夫链,吉布斯采样
不把标签和连接特征混合,只用连接信息,无监督学习
我们的目标是训练X,使其:
1、灵活可变
2、反映社群的聚类信息
3、低纬度,有助于防止过拟合
4、连续,平滑的决策边界
随机游走
起点为vi asWvi,

随机过程
Wvi k+1是从第k个点中的邻居随机选取一个
至少要遍历一遍全图
当然局部信息也只需遍历局部
我们就可以提取信息.
优点
1、并行
2、只对局部的子图更新
幂律分布_无标度网络

词典（对于自然语言处理）如此
网站分布（对于图网络）亦是如此
少数中枢节点由极大的度
因此随机游走序列=句子 
语言模型
前n-1个词预测第n个词


在就是用周围节点预测中心节点/中心节点预测周围节点


用节点的Embedding预测而不是用节点本身预测

,就是上述的XE.
不是由周围上下文来预测中间词(连续词袋模型CBOW)
或者用中心词预测周围词(跳字模型Skip-Gram)
邻近词是相关联的
就捕获了它们的相连信息
自监督模型
损失函数


最大化似然概率
有相同邻居的节点就会有相同的编码,就允许机器学习的泛化
虽然不包含类别信息但是可以预测类别信息
语料库—游走序列
词典:节点集合V
SkipGram如何计算出这个PR的?把中心词的embedding和上下文的embedding做向量积
独立的概念
分类太多了
分层softmax


降低复杂度,二叉树/霍夫曼编码
1、训练φ
2、训练逻辑回归的参数
多线程异步并行ASGD
联邦学习
在未知全图的时候，直接使用采样出的随机游走序列计算embedding
不随机的自然游走
One vs rest 为每个分类
One vs one 
GraphSAGE
Sample and aggregate
采样和聚合的一种方式
（和gcn）的相同点
用邻居节点信息去聚合这个节点在下一层的表示
提出归纳式的graph embedding方法
然而GCN只能在一张图上去做GCN
如果在我没有见过的图上GCN无法执行，属于直推式学习
但是GraphSage对于我没有见过的图上，没见过的节点也可以生产embedding
[image: ]

1、 输入的图（节点集和边集），节点的特征，几层（k）的graphsage
2、 首先从k=1->k,第0层的特征即为初始特征xv
3、 对于每个节点，聚合邻居节点信息，得到邻居向量hN(v)（采用均值）
4、 再将v节点的特征向量和聚合后的邻居向量拼在一起，再经过一个W权重，非线性函数，得到新的特征表示
对邻居进行采样，那么可能会使得时间复杂度提升。
当有向边的时候，需要排除以该节点为弧尾的节点（因为4节点对于1节点没有作用，反而是1节点对4节点有作作用）
如果采样大小小于邻居节点个数，随机采样3个
反之，可以重复挑选
两层的graphsage就可以得到号的结果
并且两层采样的数量乘积小于等于500是好的
聚合函数：将邻居的节点特征聚合成一个向量（维度不变）
1、 聚合函数是对称的、对于输入顺序无关
2、 Mean、LSTM/POOLING
同时也可以直接将节点本身和邻居节点聚合（通过一个mean函数，没有拼接操作）
LSTM本身是具有顺序的，但是通过将输入的节点随机排了使得适用于无序的集合
Pooling聚合 


1、 输出的维度可以与原来不一样
2、 Pooling的时候其它排列不变性的函数都可以

[image: ]

GCN使用全图方式
Graphsage采用聚合邻居
这样在minibatch下可以不使用全息，只使用邻居节点的信息，这使得大规模图上训练变得可行
Bk等于节点本身
1、 节点在第一层不也是要更新？即每一个minibatch就是一层
2、 从内到外采样，再从外到内聚合
3、 也就是说原来时要用到所有节点的，sage两层所有节点。但是minibatch将sage每一层用到了每个节点
4、 但还是这个问题，更新一个节点的时候
训练的是权重函数W，经过graphsage之后，生成的embedding，而不是直接生成节点的embedgin

Q1:gcn里使用dropout是不是跟graphsage里随机选取邻居一样呢
1. GraphSAGE 的核心机制
GraphSAGE（Graph Sample and Aggregation）是一种图神经网络（GNN），主要用于节点表示学习（Node Embedding）。它的核心流程：
1. 邻居采样：对每个节点采样固定数量的邻居。
2. 特征聚合：通过聚合邻居特征生成目标节点的嵌入表示（如均值、LSTM、Pooling）。
3. 输出：得到节点的低维向量表示（可用于下游任务）。

2. 分类任务是否属于“下游任务”？
关键看 GraphSAGE 的训练方式：
情况1：直接端到端训练（监督学习）
· 训练方式：
· 直接使用节点分类的标签（如Cora数据集的论文类别）监督训练。
· 损失函数：交叉熵（分类任务）。
· 是否下游任务？
❌ 不算。此时分类任务是模型的最终目标，GraphSAGE 的嵌入层和分类器是联合训练的，没有“预训练-微调”的分离阶段。
情况2：预训练 + 微调分类器
· 训练方式：
1. 预训练 GraphSAGE：通过无监督/自监督任务（如链路预测、随机游走）学习通用节点表示。
2. 冻结 GraphSAGE，仅训练分类器（如MLP）完成节点分类。
· 是否下游任务？
✅ 算。此时分类任务是下游应用，依赖预训练的 GraphSAGE 提供通用节点嵌入。
情况3：无监督 GraphSAGE + 独立分类器
· 训练方式：
1. 用无监督方法（如DeepWalk、Node2Vec）训练 GraphSAGE，生成节点嵌入。
2. 在嵌入上单独训练分类器（如SVM、逻辑回归）。
· 是否下游任务？
✅ 算。分类器是下游任务，但 GraphSAGE 本身未参与优化。

3. 关键判断标准
	训练模式
	分类任务的作用
	是否下游任务？

	端到端监督训练
	直接优化目标
	否（是主任务）

	预训练 + 微调分类器
	适配具体应用
	是

	无监督嵌入 + 独立分类器
	下游应用
	是



4. 典型场景示例
(1) 端到端监督训练（非下游任务）
· 数据集：Cora（论文分类）。
· 流程：
· 输入：论文引用图（节点=论文，边=引用）。
· GraphSAGE 直接输出节点类别（如“机器学习”“NLP”）。
· 本质：监督学习，分类是模型的最终目标。
(2) 预训练 + 下游分类（下游任务）
· 预训练：在无标签图上用 GraphSAGE 做链路预测（自监督）。
· 微调：用少量标注数据微调分类器（如仅10%节点有标签）。
· 本质：迁移学习，分类是下游应用。

5. 总结
· 如果 GraphSAGE 和分类器是联合端到端训练的（常见于完全监督场景），则分类任务是模型的直接目标，不属于下游任务。
· 如果 GraphSAGE 先通过无监督/自监督预训练，再固定或微调用于分类，则分类是下游任务。
简单判断方法：
· 问：“分类任务的标签是否直接用于优化 GraphSAGE 的嵌入层？”
· 是 → 非下游任务（端到端监督学习）。
· 否 → 下游任务（预训练 + 微调/独立分类器）。
你的情况：
根据描述，若 GraphSAGE 直接以分类损失端到端训练，则分类是主任务；若分类器在预训练后的 GraphSAGE 上单独训练，则是下游任务。
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Algorithm 1: GraphSAGE embedding generation (i.e., forward propagation) algorithm
Input : Graph G(V.€): input features {x,. Vv € V}; depth K: weight matrices
‘WF Vk € {1,..., K}; non-linearity o; differentiable aggregator functions
AGGREGATER, Vk € {1, ..., K'}; neighborhood function A : v — 2V
Output : Vector representations z, forallv € V
1h) «x,,YweV;
2 fork=1..K do
3 forveVdo
4 h}y(,) < AGGREGATE({hf™!,Vu € N (v)});

5 bt o (W’c - CONCAT(hF—1, h’;,(”)))
6 end

7 | B < hi/|[hf]>, Yo eV

s end

9z, < hE Vwey

The intuition behind Algorithm([T]is that at each iteration, or search depth, nodes aggregate information
from their local neighbors, and as this process iterates, nodes incrementally gain more and more
information from further reaches of the graph.

Algorithm [T describes the embedding generation process in the case where the entire graph, G =
(V,€), and features for all nodes x,,, Vv € V, are provided as input. We describe how to generalize
this to the minibatch setting below. Each step in the outer loop of Algorithm [[|proceeds as follows,
where k denotes the current step in the outer loop (or the depth of the search) and h* denotes anode’s
representation at this step: First, each node v € ) aggregates the representations of the nodes in its
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propagation Ior minibatcnes or nodes and edages. Here we 1ocus on the minibparcn 1orward propagation .
algorithm, analogous to Algorithm 1] In the forward propagation of GraphSAGE the minibatch B @
contains nodes that we want to generate representations for. Algorithm 2 gives the pseudocode for
the minibatch approach.

Algorithm 2: GraphS AGE minibatch forward propagation algorithm
Input : Graph G(V,€);
input features {x,,Vv € B}:
depth K; weight matrices W*, V& € {1,....K};
non-linearity o;
differentiable aggregator functions AGGREGATE, Vk € {1
neighborhood sampling functions, Ny, : v — 2, Vk € {1,
Output : Vector representations z, forall v € B
1 BX « B;
2 for k= K..1do
Bl BF;
for u € B* do
| B! BELUN(u):

K}
K

w | forue B do

1 b}, AGGREGATE({h¥7, Vu' € Ni(u)});
2 hf o (Wk. CONCAT(hﬁ’l,h’;V(")));

5 b« hj/|[hf[l:

u end

15 end

16 z, < hE vueB

The main idea is to sample all the nodes needed for the computation first. Lines 2-7 of Algorithm
2 correspond to the sampling stage. Each set B* contains the nodes that are needed to compute v
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