机器学习概论
什么是机器学习
计算机视觉——监督的分类任务，如图像分割；也可以是无监督学习的聚类、降维任务，如图像聚类、降维
自然语言处理——监督的分类任务，如文本分类；自监督学习的任务（它们不属于传统的四种任务）词嵌入
逻辑推理——监督学习任务：
数学推理（如DeepMind的AlphaGeometry）
常识推理（如COPA、RACE数据集上的微调模型）
无监督/自监督学习任务：
符号推理（如自动定理证明）
基于知识的推理（如知识图谱补全）
大语言模型——LLMs主要依赖自监督学习，但训练过程可能涉及多种范式：
自监督学习（核心训练方式）：
因果语言建模（CLM）（GPT系列，预测下一个词）
掩码语言建模（MLM）（BERT，预测遮蔽词）
机器学习的分类
任务角度：分类(离散)、回归（连续）、聚类、降维……
方法（数据）角度：有监督、无监督、强化、半监督、自监督……
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从本质上来讲，机器学习就是让计算机发现数据中的规律。
三要素：1、任务2、评价性能指标3、经验（数据集）
有监督学习：已知输入与输出的数据集。机器学习通过算法学习去作出预测，对于分类的输出则是一个个标签或者类别（离散型），对于回归的输出的则是具体数值（连续型）。监督学习中的“标签”就是起到一个监督的作用。预测房屋的价格，股票的涨停就可以使用监督学习实现。
目标是找到关联输入数据和输出数据的方法。
常见的任务包括：分类、回归。应用：计算机视觉（目标检测、图像分类）、自然语言处理（机器翻译）。
这些算法，都围绕着一个核心理念而生。
逻辑回归（二分类）的核心是对线性回归取sigmoid函数。
决策树的核心是一系列的yes or no。
有监督学习
有监督学习的特点，是数据集通常带有人工标签的数据集。
有监督学习的局限性，数据的标注过程是昂贵的。
虽然监督学习假设要训练任务的整个数据集对于每个输入都有相应的标签，但现实可能并不总是这样。
分类
k最近邻算法
1、model=Regreesion()建立一个模型（对象）
2、model.fit训练模型,让模型学习（拟合）数据
3、model.predict作出预测
决策边界崎岖不平——>太敏感，可能因为一个点而改变一整个区域
对单一数据点太敏感——如何对待离群值？更改算法，增大k值！
那么什么k最好？——这个k就是超参数
定量分析k——根据损失函数
其它的技巧选择超参数——验证集、交叉验证集
如果输入的并不是数值，而是etc.一封封邮件.用一组特征来代表每一封邮件，也叫做特征工程。
回归分析
也是利用了k最近邻
更多的k，取平均值，然而越大的k，虽然对数据并不敏感，但同时也失去了预测能力（过拟合）
虽然这并不是回归的最好方法。
无监督学习
数据中没有输入输出的说法（没有标签列），只是数据；或者说只有输入，没有输出数据。算法必须⾃⾏发现数据中的性质、特点、结构和模式。但仍然作出了预测，这预测并非一个标签或者数值。即，⽆监督学习的⽬标是探索数据并找到其中的隐藏模式或关系，⽽不是预测或分类数据。常见的任务包括：聚类、降维、异常检测、密度估计、生成模型。应用：潜在关联分析、词嵌入、相似语义的词聚类、大语言模型、市场细分、社交⽹络分析、图像压缩和基因表达分析等
无监督学习只有输入数据没有相应的分类或标签。目标是找到每个数据集的潜在模式。

涉及无监督学习的任务包括客户细分、推荐系统等等。然而，一个模型如何在没有任何标签的情况下学习任何东西？

无监督学习不依赖任何标签值，通过对数据内在特征的挖掘，找到样本间的关系，比如聚类相关的任务；

无监督学习是机器学习的一种类型，算法在没有明确标签或预定输出的情况下学习数据中的模式、关系或结构。

其目的是发现数据中的固有模式或分组。
目标：发现数据本身性质、特点
Etc.多少个数据聚类？某个点属于哪个聚类？
1、Model=Cluster()建立模型
2、model.fit_predict()训练模型，在进行拟合的同时进行了预测。在预测的同时就可以使用它	
没有标准答案，这就是无监督学习。
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3.1 　无监督学习过程
算法在没有任何具体指导的情况下探索数据以寻找有意义的模式或表征。

它通常被用于类似数据点的聚类，识别异常值，或发现数据中的隐藏结构等任务。无监督学习也可以作为监督学习任务的预处理步骤，学到的表征可以帮助提高性能。

无监督学习没有标拟合标签的过程，而是从数据分布的角度来构造损失函数。
在无监督学习(UL) 中根本没有监督；

无监督的代表是聚类。

3.2　无监督常见算法
由于我们对每个输入标签都没有“正确答案”，因此以某种方式找到模式的最佳方法是对它们进行聚类。也就是说，给定一组数据特征，我们试图找到彼此相似的特征并将它们组合在一起。一些聚类方法包括 K-Means 和 K-Medoids 方法。

仅仅聚类实际上可能会产生大量的见解。以推荐系统为例：通过根据用户的活动对用户进行分组，可以将一个用户喜欢的内容推荐给另一个用户，而无需明确了解每个用户的兴趣是什么。

无监督学习中使用的常见算法包括聚类算法（如k-means聚类）、降维技术（如主成分分析）和生成模型（如高斯混合模型）。

密度估计、降维（例如 PCA、t-SNE）和聚类（K 均值），至少从经典的 ML 前景来看是完全不受监督的：例如 PCA 只是试图保持方差

UL，至少在经典 ML 中，用于密度估计和聚类。

3.3　无监督与自监督的关系
无监督学习是一个更广泛的类别，模型从无标签的数据中学习，而自我监督学习是无监督学习中的一个特定方法，从数据本身产生人工标签或监督信号。自监督学习由于能够在不需要大量标签数据的情况下学习有意义的表征而得到了普及

实际上，在现代无监督深度学习方法中，事情变得更加模糊，这些方法倾向于混合 SSL 和 UL 的方法，例如也具有密度估计头的 AE。甚至嵌入首先由 SSL 学习，然后以无监督的方式针对聚类进行微调。
降维——找到多余的信息
半监督学习
半监督学习旨在解决这个问题：我们如何使用一小组输入输出对和另一组仅输入来优化我们正在解决的任务的模型？

回顾图像分类任务，图像和图像标签现在仅部分存在于数据集中。是否可以在没有任何标签的情况下继续使用数据？
[image: 在这里插入图片描述]

简短的回答是，是的。事实上，有一个称为伪标签的简单技巧可以做到这一点。首先，我们使用具有正确标签的图像来训练分类模型。然后我们使用这个分类模型来标记未标记的图像。然后将带有来自模型的高置信度标签的图像添加到模型中，并将其预测标签作为伪标签用于继续训练。我们迭代这个过程，直到所有数据都被用于最佳分类模型。当然，这种方法虽然看似聪明，但很容易出错。如果标记数据的数量非常有限，则模型很可能对训练数据过度拟合，并在早期给出错误的伪标签，导致整个模型完全错误。因此，确定将输入伪标签对纳入训练的置信度阈值也非常重要。
强化学习
模型/算法通过交互式的数据采集完成优化
采用策略采集反馈数据采集模型优化通过反馈改进策略
⾃监督学习
主要是利⽤辅助任务从⼤规模的⽆监督数据中挖掘⾃⾝的监督信息，通过这种构造的监督信息对⽹络进⾏训练，从⽽可以学习到对下游任务有价值的表征。主要⽅法：
•上下⽂对⽐
•时序对⽐
•不同编码对⽐
和无监督一样没有标签。相较于无监督学习，自监督学习通过基于一部分输入作为监督信号来预测剩余的输入部分。相比于有监督学习通常需要人工标注，自监督学习显得更加“自给自足”。
自监督学习通过解决自定义的pretext task，进行模型的预训练，将训练好的模型进行迁移或是微调以解决特定的任务
对比
自监督学习是从数据本身找标签来进行有监督学习。
无监督学习没有标拟合标签的过程，而是从数据分布的角度来构造损失函数。
自监督学习的代表是语言模型，无监督的代表是聚类。自监督不需要额外提供label，只需要从数据本身进行构造。
自监督就是对未标注的数据进行处理得到标签，然后用监督的方法去做，如超分辨率，图片可以缩小，原图是标签，这样很容易就得到带标签的训练数据。
目的在为标注数据上是做预训练模型，然后迁移到有标注数据的下游任务。至于下游任务的结果是否提升全靠玄学。
. 机器翻译与问答系统的任务性质
(1) 机器翻译（Supervised Learning）
· 任务定义：输入源语言句子，输出目标语言句子（如英译中）。
· 监督信号：依赖平行语料库（人工标注的源语言-目标语言句对）。
· 典型模型：Transformer、Seq2Seq（需标注数据训练）。
(2) 问答系统（Supervised Learning）
· 任务定义：根据上下文（如文章）和问题，生成答案。
· 监督信号：需标注的（问题，上下文，答案）三元组（如SQuAD数据集）。
· 典型模型：BERT、GPT在问答任务上需微调（Fine-tuning）。
结论：
这两个任务本身是监督学习，因为训练时必须依赖人工标注的输入-输出对。

2. 为什么你会联想到“自监督”？
因为BERT/GPT等模型在预训练阶段采用了自监督学习（无需人工标注），但下游的机器翻译和问答系统仍需监督微调：
(1) BERT的预训练（自监督）
· 任务1：掩码语言建模（MLM）
随机遮蔽文本中的词，让模型预测被遮蔽的词（如“我爱[MASK]学习” → “编程”）。
· 标签来源：被遮蔽的词本身就是标签（来自原始文本，无需人工标注）。
· 任务2：下一句预测（NSP）
判断两个句子是否连续（如“我爱编程” + “编程很有趣” → 是连续的）。
· 标签来源：句子是否连续由文本自身决定。
(2) GPT的预训练（自监督）
· 任务：因果语言建模（CLM）
根据上文预测下一个词（如“我爱” → “编程”）。
· 标签来源：下一个词是文本自身的部分。
关键点：
· 预训练阶段通过自监督学习获得通用语言表示。
· 但实际应用（如问答、翻译）仍需监督微调！

3. 完整流程：从自监督到监督
以BERT用于问答系统为例：
1. 自监督预训练：BERT通过MLM/NSP学习语言通用特征（无人工标注）。
2. 监督微调：在SQuAD等问答数据集上微调模型，使其适应具体任务（需标注数据）。
类比：
· 自监督预训练 ≈ 学生通过阅读大量书籍自学（无老师指导）。
· 监督微调 ≈ 学生针对考试（具体任务）进行专项训练（老师提供答案）。

4. 常见误解澄清
· 误区：“因为BERT/GPT用了自监督预训练，所以它们的下游任务也是自监督的。”
· 事实：下游任务（如翻译、问答）必须依赖标注数据，属于监督学习。自监督仅用于预训练通用模型。

总结
	阶段
	机器翻译
	问答系统
	学习类型

	预训练
	无（需从头训练）
	BERT/GPT自监督学习
	自监督

	下游任务训练
	依赖平行语料库
	依赖标注的问答数据集
	监督学习

	推理应用
	输入句子 → 输出翻译
	输入问题 → 输出答案
	依赖监督微调


简而言之：
· 自监督是模型“自学”通用知识的手段（预训练阶段）。
· 机器翻译和问答系统作为下游任务，必须通过监督学习（标注数据）微调模型才能实用。

1. 关键区别
	维度
	无监督学习
	自监督学习

	目标
	发现数据内在结构（如聚类、降维）
	通过构造“伪标签”学习通用特征表示

	数据依赖
	直接利用原始数据分布
	通过数据本身生成监督信号（如预测遮挡部分）

	典型任务
	聚类、异常检测、生成模型
	对比学习、掩码重建、时序预测

	监督信号来源
	无明确信号
	数据自动生成的信号（“自监督”）



伪标签的监督性质：
自监督学习通过设计预定义任务（Pretext Task）从数据中生成监督信号。例如：

NLP：BERT的掩码语言建模（MLM）需预测被遮蔽的词（类似填空）。

CV：对比学习（如SimCLR）要求模型区分正负样本对。
这些任务本质是“有监督”的，只是标签来自数据本身而非人工标注。

自监督学习 ≠ 无监督学习：前者通过数据构造监督信号，后者直接挖掘数据分布。
下游任务
1. 需要下游任务监督信号优化的模型
这类模型在预训练或自监督阶段可能不需要标注数据，但最终必须通过下游任务（如分类、回归）的监督信号进行微调或评估才能实现实用价值。
典型例子：
· BERT（NLP领域）
· 预训练阶段：通过自监督任务（如掩码语言建模MLM）学习通用语言表示，无需人工标注。
· 下游优化：需在具体任务（如文本分类、NER）上微调，依赖标注数据优化模型参数。
· ResNet（CV领域）
· 预训练阶段：在ImageNet（监督学习）上训练分类任务。
· 下游优化：迁移到其他任务（如目标检测）时，需用新任务的标注数据微调最后一层或全部参数。
特点：模型的核心能力依赖下游任务的监督信号。

2. 无需下游任务监督信号，但仍需分类/回归任务优化的模型
这类模型在训练阶段自身就包含分类或回归的代理任务（Proxy Task），但不需要额外下游任务的标注数据。其优化目标本身就是分类或回归的形式。
典型例子：
· 自编码器（Autoencoder）
· 任务形式：通过重构输入数据（回归任务）学习特征表示。
· 优化目标：最小化输入与输出的均方误差（MSE），无需下游任务参与训练。
· 对比学习模型（如SimCLR）
· 任务形式：通过对比正负样本对（分类任务）学习特征。
· 优化目标：区分相似与不相似样本（类似分类），但完全自监督，无需人工标注。
· 生成对抗网络（GAN）
· 任务形式：生成器与判别器的对抗博弈（二分类任务）。
· 优化目标：判别器需分类“真实/生成”样本，但整个训练不依赖下游任务标注。
特点：模型通过内置的（自监督）分类/回归任务优化，与下游任务无关。

3. 不需要任何分类/回归任务的模型
这类模型完全避开分类或回归的优化形式，依赖其他目标（如生成、聚类等）。
典型例子：
· K-means聚类
· 优化目标：最小化簇内距离，无分类或回归任务。
· 变分自编码器（VAE）
· 优化目标：最大化证据下界（ELBO），属于生成模型而非分类/回归。
关键对比
	模型类型
	是否需要下游任务监督信号？
	是否依赖分类/回归形式优化？
	例子

	依赖下游任务监督
	是
	是（下游任务）
	BERT、ResNet（微调阶段）

	自监督内置分类/回归任务
	否
	是（自监督代理任务）
	SimCLR、GAN、自编码器

	完全无分类/回归任务
	否
	否
	K-means、VAE


为什么有些模型需要内置分类/回归？
即使无需下游任务，分类或回归的优化形式仍被广泛使用，因为：
1. 数学可导性：分类（交叉熵）和回归（MSE）的损失函数便于梯度下降优化。
2. 代理任务有效性：例如对比学习将相似性判断转化为分类问题，高效引导特征学习。

1. 明确“下游任务”的定义
下游任务（Downstream Task） 是相对于预训练任务（Pretext Task）的概念：

预训练任务：模型在大规模通用数据上学习基础特征（如BERT的MLM、Word2Vec的Skip-gram）。

下游任务：在预训练模型基础上，针对具体应用场景（如情感分析、房价预测）的微调或直接应用。

2. 三种场景分类
根据任务是否依赖预训练，可分为以下情况：

场景1：独立训练的分类/回归模型
例子：

直接用标注数据训练一个随机森林分类器（如鸢尾花分类）。

用线性回归预测房价（无预训练阶段）。

是否下游任务？
❌ 不算。此时分类/回归是独立任务，没有上游的预训练模型，因此无“下游”之说。

场景2：基于预训练模型微调的分类/回归
例子：

用预训练的BERT模型微调做文本分类。

用ImageNet预训练的ResNet微调做医学影像分割。

是否下游任务？
✅ 算。此时分类/回归是下游任务，依赖预训练模型提取的特征。

场景3：预训练阶段内置的分类/回归代理任务
例子：

Word2Vec的Skip-gram（预测上下文词，本质是分类任务）。

BERT的MLM（预测被遮蔽的词，分类任务）。

是否下游任务？
❌ 不算。这些是自监督的预训练任务，目的是学习通用特征，而非解决具体应用问题。

3. 核心判断标准
场景	是否有预训练模型？	任务目标	是否下游任务
独立分类/回归模型	否	直接解决具体问题	否
微调预训练模型	是	适配具体应用	是
预训练中的代理任务	是（自身为预训练）	学习通用特征	否
4. 类比解释
独立任务 ≈ 自己造轮子（从零开始训练模型）。

下游任务 ≈ 在现成轮子上改装（基于预训练模型优化）。

预训练代理任务 ≈ 造轮子的模具（为后续改装服务，但本身不是轮子）。

5. 常见误区
误区：“所有分类/回归都是下游任务”。

正解：只有依赖预训练模型的分类/回归才算下游任务。独立训练的模型是原始任务。

总结
不算下游任务：

独立训练的分类/回归模型（无预训练阶段）。

预训练中内置的分类/回归代理任务（如Word2Vec的Skip-gram）。

算下游任务：

基于预训练模型（如BERT、ResNet）微调的分类/回归。

关键：下游任务必须存在“上游”的预训练模型，且任务是针对具体应用的优化。
标签
1. 词嵌入训练中的“相似关系”是标签吗？
情况1：有监督学习（明确使用标签）
· 任务类型：直接利用标注数据（如词性标注、同义词对）训练词向量。
· 是否标签：
· 是。例如，训练词向量时，若用 WordNet 提供的同义词对（如“快乐”和“愉快”）作为正样本，这些人工标注的关系就是明确的标签。
· 监督信号：模型通过优化词向量，使标注的相似词对（正样本）距离更近，不相似词对（负样本）距离更远。
情况2：无监督/自监督学习（无人工标签）
· 任务类型：通过数据本身的统计规律（如共现频率）学习词向量，例如 Word2Vec 的 Skip-gram 或 CBOW。
(1) Word2Vec的Skip-gram
· 代理任务：给定中心词（如“银行”），预测周围上下文词（如“贷款”“利率”）。
· 伪标签：上下文词来自原始文本，无需人工标注。
· 优化目标：本质是多分类任务（输出层是softmax）。
· 是否标签：
· 否，但存在“伪标签”（Proxy Label）。
· 例如：
· Skip-gram 的任务是预测上下文词（如给定“银行”，预测“贷款”），目标词和上下文词的关系是自动构造的伪标签（类似分类任务中的 one-hot 标签）。
· GloVe 通过词共现矩阵优化，目标函数是回归形式的（最小化预测共现概率的误差），但共现频率是数据自身的统计量，非人工标注。
结论：
· 人工标注的相似关系（如语义相似度数据集）是明确的标签。
· 自动生成的相似关系（如上下文词预测）是伪标签，属于自监督信号。
2. “相似关系”是否属于下游任务？
下游任务的定义
下游任务（Downstream Task）是指在预训练的词嵌入基础上，针对具体应用（如文本分类、情感分析）进行的监督学习任务。
词嵌入训练阶段的“相似关系”
· 不属于下游任务：
· Word2Vec、GloVe 等词嵌入模型的训练目标是学习通用词向量，其优化过程（如预测上下文词）是预训练任务（Pretext Task），而非下游任务。
· 例如：Skip-gram 的“预测上下文词”是一个自监督代理任务，目的是学习词向量，而非直接解决分类或回归问题。
· 属于下游任务的情况：
· 如果词嵌入是专门为某个任务微调的（例如用情感分析数据调整词向量），则此时相似关系（如情感极性匹配）是下游任务的监督信号。

下游任务一定是基于预训练词嵌入的后续应用（如分类、问答），需明确区分预训练与下游阶段。

类比：
词嵌入训练类似于“学习字典”，下游任务类似于“用字典写文章”——前者提供工具，后者解决问题。
(1) 机器翻译（Supervised Learning）
· 任务定义：输入源语言句子，输出目标语言句子（如英译中）。
· 监督信号：依赖平行语料库（人工标注的源语言-目标语言句对）。
· 典型模型：Transformer、Seq2Seq（需标注数据训练）。
(2) 问答系统（Supervised Learning）
· 任务定义：根据上下文（如文章）和问题，生成答案。
· 监督信号：需标注的（问题，上下文，答案）三元组（如SQuAD数据集）。
· 典型模型：BERT、GPT在问答任务上需微调（Fine-tuning）。
结论：
这两个任务本身是监督学习，因为训练时必须依赖人工标注的输入-输出对。
因为BERT/GPT等模型在预训练阶段采用了自监督学习（无需人工标注），但下游的机器翻译和问答系统仍需监督微调：

(1) BERT的预训练（自监督）
任务1：掩码语言建模（MLM）
随机遮蔽文本中的词，让模型预测被遮蔽的词（如“我爱[MASK]学习” → “编程”）。

标签来源：被遮蔽的词本身就是标签（来自原始文本，无需人工标注）。

任务2：下一句预测（NSP）
判断两个句子是否连续（如“我爱编程” + “编程很有趣” → 是连续的）。

标签来源：句子是否连续由文本自身决定。

(2) GPT的预训练（自监督）
任务：因果语言建模（CLM）
根据上文预测下一个词（如“我爱” → “编程”）。

标签来源：下一个词是文本自身的部分。

关键点：

预训练阶段通过自监督学习获得通用语言表示。

但实际应用（如问答、翻译）仍需监督微调！
3. 完整流程：从自监督到监督
以BERT用于问答系统为例：
1. 自监督预训练：BERT通过MLM/NSP学习语言通用特征（无人工标注）。
2. 监督微调：在SQuAD等问答数据集上微调模型，使其适应具体任务（需标注数据）。
类比：
· 自监督预训练 ≈ 学生通过阅读大量书籍自学（无老师指导）。
· 监督微调 ≈ 学生针对考试（具体任务）进行专项训练（老师提供答案）。

4. 常见误解澄清
· 误区：“因为BERT/GPT用了自监督预训练，所以它们的下游任务也是自监督的。”
· 事实：下游任务（如翻译、问答）必须依赖标注数据，属于监督学习。自监督仅用于预训练通用模型。
Seq2Seq
从序列到序列
1. 机器翻译（Transformer-based模型）
任务类型：序列到序列生成（Seq2Seq Generation）

输入：源语言句子（序列）

输出：目标语言句子（序列）

核心特点：

需要建模输入与输出序列之间的复杂映射关系。

典型的生成式任务（非分类/聚类/降维）。

技术方法：

Transformer的Encoder-Decoder结构（如原始Transformer、Google的GNMT）。

依赖注意力机制（Attention）捕捉跨语言对齐。

为什么不是分类/降维/聚类？

分类：输出是离散类别，而翻译输出是连续词序列。

降维/聚类：翻译需保留语义完整性，而非压缩或分组数据。

2. 问答系统（BERT/GPT用于阅读理解）
任务类型：阅读理解（Reading Comprehension）或生成式问答

输入：问题 + 上下文文本

输出：答案（可能为文本片段或生成式回答）

两种子类型：

抽取式问答（如BERT）：答案直接来自上下文文本片段（类似“定位”）。

技术本质：可视为标记分类（标记答案的起止位置）。

生成式问答（如GPT）：自由生成答案（可能超出上下文范围）。

技术本质：属于条件文本生成（类似Seq2Seq）。

为什么不是传统分类/降维/聚类？

分类：仅适用于答案为固定选项的任务（如多选题），但开放域问答需生成或定位文本。

降维/聚类：无直接关系，任务目标是语义理解与生成。

3. 与其他任务的对比
任务类型	典型方法	输入-输出形式	与机器翻译/问答的区别
分类	逻辑回归、CNN	文本 → 类别标签	翻译/问答输出是序列或文本
降维	PCA、t-SNE	高维向量 → 低维向量	不涉及语义映射或生成
聚类	K-means、DBSCAN	文本 → 离散簇标签	无监督，不解决具体语义任务
机器翻译	Transformer	序列 → 序列	生成式跨语言映射
问答系统	BERT（抽取）、GPT（生成）	文本+问题 → 答案文本	语义理解+生成/定位
4. 关键结论
机器翻译：典型的序列生成任务，与分类/降维/聚类无关。

问答系统：

抽取式问答（BERT）→ 标记分类（起止位置） + 语义匹配。

生成式问答（GPT）→ 条件文本生成（类似Seq2Seq）。

共同点：均需建模复杂语义关系，属于自然语言理解与生成（NLU/NLG）的核心任务。
最后的问题
对比一：有标签 vs. 无标签
有监督又被称为“有老师的学习”，无监督被称为“没有老师的学习”，所谓的老师就是标签。有监督的过程为先通过已知的训练样本（已知输入和对应的输出）来训练，从而得到一个最优模型，再将这个模型应用在新的数据上，映射为输出结果。经历这个过程后，模型具有了预知能力。无监督相比于有监督，没有训练的过程，而是直接拿数据进行建模分析，也就是没有老师告诉你对错，全靠自己探索。这听起来似乎有点不可思议，但是在我们自身认识世界的过程中也会用到无监督学习。比如我们去参观一个画展，我们对艺术一无所知，但是欣赏完多幅作品之后，我们也能把它们分成不同的派别（比如哪些更朦胧一点，哪些更写实一些。即使我们不知道什么叫做朦胧派和写实派，但是至少我们能把他们分为两个类）。
对比二：分类 vs. 聚类
有监督的核心是分类，无监督的核心是聚类（将数据集合分成由类似的对象组成的多个类）。有监督的工作是选择分类器和确定权值，无监督的工作是密度估计（寻找描述数据统计值），也就是无监督算法只要知道如何计算相似度就可以开始工作了。
对比三：同维vs.降维
有监督的输入如果是n维，特征即被认定为n维，也即y=f(xi)或p(y|xi), i =n，通常不具有降维的能力。而无监督经常要参与深度学习，做特征提取，或者干脆采用层聚类或者项聚类，以减少数据特征的维度，使i<n。事实上，无监督学习常常被用于数据预处理。一般而言，这意味着以某种平均-保留的方式压缩数据，比如主成分分析（PCA）或奇异值分解（SVD），之后，这些数据可被用于深度神经网络或其它监督式学习算法。
对比四：分类同时定性 vs. 先聚类后定性
有监督的输出结果，也就是分好类的结果会被直接贴上标签，是好还是坏。也即分类分好了，标签也同时贴好了。类似于中药铺的药匣，药剂师采购回来一批药材，需要做的只是把对应的每一颗药材放进贴着标签的药匣中。

图1 把每一颗药材放进贴好标签的药匣
无监督的结果只是一群一群的聚类，就像被混在一起的多种中药，一个外行要处理这堆药材，能做的只有把看上去一样的药材挑出来聚成很多个小堆。如果要进一步识别这些小堆，就需要一个老中医（类比老师）的指导了。因此，无监督属于先聚类后定性，有点类似于批处理。

图2 聚好类的药材，待贴标签
对比五：独立和非独立
李航在其著作《统计学习方法》（清华大学出版社）中阐述了一个观点：对于不同的场景，正负样本的分布可能会存在偏移（可能是大的偏移，也可能偏移比较小）。怎么理解呢？假设我们手动对数据做标注作为训练样本，并把样本画在特征空间中，发现线性非常好，然而在分类面，总有一些混淆的数据样本。对这种现象的一个解释是，不管训练样本（有监督），还是待分类的数据（无监督），并不是所有数据都是相互独立分布的。或者说，数据和数据的分布之间存在联系。作为训练样本，大的偏移很可能会给分类器带来很大的噪声，而对于无监督，情况就会好很多。也就是，独立分布数据更适合有监督，非独立数据更适合无监督。
对比六：不透明和可解释性
由于有监督算法最后输出的一个结果，或者说标签。yes or no，一定是会有一个倾向。但是，如果你想探究为什么这样，有监督会告诉你：因为我们给每个字段乘以了一个参数列[w1, w2, w3...wn]。你继续追问：为什么是这个参数列？为什么第一个字段乘以了0.01而不是0.02？有监督会告诉你：这是我自己学习计算的呀！然后，就拒绝再回答你的任何问题。是的，有监督算法的分类原因是不具有可解释性的，或者说，是不透明的，所以，对于像反洗钱这种需要明确规则的场景，就很难应用。而无监督的聚类方式通常是有很好的解释性的，你问无监督，为什么把他们分成一类？无监督会告诉你，他们一二三四条特征有多少的一致性，所以才被聚成一组。你恍然大悟，原来如此！于是，进一步可以将这个特征组总结成规则。如此这般分析，聚类原因便昭然若揭了。

如何选择有监督和无监督？
了解以上对比后，我们在做数据分析时，就可以高效地做选择了。
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图3 有/无监督选择方法
首先，我们看是否有训练数据，也即是否有标签。没有标签的直接选择无监督。事实上，对数据了解得越充分，模型的建立就会越准确，学习需要的时间就会越短。我们主要应该了解数据的以下特性: 特征值是离散型变量还是连续型变量，特征值中是否存在缺失的值，何种原因造成缺失值，数据中是否存在异常值，某个特征发生的频率如何 (是否罕见得如同大海捞针)。
其次，数据条件是否可改善？在实际应用中，有些时候即使我们没有现成的训练样本，我们也能够凭借自己的双眼，从待分类的数据中人工标注一些样本，这样就可以把条件改善，从而用于有监督学习。当然不得不说，有些数据的表达会非常隐蔽，也就是我们手头的信息不是抽象的形式，而是具体的一大堆数字，这样我们很难人工对它们进行分类。举个例子，在bag - of - words 模型中，我们采用k-means算法进行聚类，从而对数据投影。在这种情况下，我们之所以采用k-means，就是因为我们只有一大堆数据，而且是很高维的，若想通过人工把他们分成50类是十分困难的。想象一下，一个熊孩子把你珍藏的50个1000块的拼图混在了一起，你还用勇气再把这50000个凌乱的小方块区分开吗？所以说遇到这种情况也只能选用无监督学习了。
最后，看样本是否独立分布。对于有训练样本的情况，看起来采用有监督总是比采用无监督好。单纯想一想，有人指导总比自己探索好吧，即使是学习优异的学生，也非常抵触老师把练习题的答案撕掉，对吧？做完题对一下答案，总觉得会更安心一点。但对于非独立分布的数据，由于其数据可能存在内在的未知联系，因而存在某些偏移量，采用无监督就显得更合适了。

模型的评价
重要性
1、 衡量模型性能（预期性能和基线（baseline）/预期性能和当前性能/优化过程的性能）
2、 指导模型优化（定位模型的不足•指标驱动优化）
3、 适应不同业务场景的需求
4、 判断模型的训练情况（过拟合、欠拟合）
评价指标

而每个test_score每个参数在每一次交叉验证在测试集上的误差
Mean_test_score所有的平均误差即Best_score_
二分类下的混淆矩阵
1、 针对二分类，混淆矩阵（Confusion Matrix）、准确率（Accuracy）、精确率（Precision）、召回率（Recall）、特异度（Specificity）、PR曲线
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准确率

精确率

召回率 又称作敏感性

特异度
如何优化？
1、 选择不同模型
2、 使用不同特征，特征工程
3、 选择不同的超参数
4、 选取不同的分类阈值
If p>0.5,为1，反之为0
.predict:给出类别
.predict_proba每种类别的可能性
当你提高阈值时，精确率会提高，召回率会降低。因为模型只有非常确定时才会分类为1，因此会错过越来越多的真实的1
提高精确率：只在非常确定时才将样本预测为正类
提高召回率：模型倾向于将更多样本预测为正类

F1分数用来衡量二者的平衡（）
F1-score越大自然说明模型质量更高。但是还要考虑模型的泛化能力，F1-score过高但不能造成过拟合，影响模型的泛化能力。看看下图就明白啦。
ROC(召回率vs1-特异度)
（较低阈值：更多样本被预测为正类
较高阈值：模型更谨慎预测正类）
ROC曲线
Y轴召回率
X轴1-特异度

[image: ]
ROC曲线下的AUC(Area Under Curve)：AUC衡量模型的整体性能，AUC越接近1，模型越好
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PR曲线下的AUC呢？
PR曲线
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1、 挑选合适的阈值
2、 比较模型
Grid中可以设置参数scoring=’precision’,但是模型并不会直接得到一个精确度很高的值，它仍然是根据交叉熵损失函数来计算；
微平均、宏平均是什么？
多分类评价指标
将多分类任务拆分为多个二分类任务
[image: ]
回归指标
在回归任务中，模型的目标是预测连续数值，而不是离散类别。因此，评价指标需要衡量预测值 与真实值之间的误差。这些指标有助于评估模型的精度、稳定性和偏差。





对数损失函数
指标选择准则
无监督学习、回归、语义分割指标
可解释性
如何用真实数据让模型在现实世界里做出决断？
分类任务中，他回答了一系列问题，因此得出结果
预测任务中，带入方程，求出结果
但是随机森林，回答了100个问题，通过哪个问题概率高而做出结果
预测型模型和解释型模型
解释型模型 尝试解释因果 ，我不仅想知道结果，还想知道影响结果的因素


[image: ]
特征工程
把数据转换为不同的数字、特征
Get_dummies
Standardscaler
Polynomialfeatures
词嵌入
需要将句子转化成Φ值代入，
1、 计数，26个特征
对于中文汉字，设立一个.fit，将汉字映射为一个数字。先拟合，再转换。
2、 词袋模型
文本中的单词和它出现的频率
CountVectorizer
Stop_words
n-grams-两个单词以上
稀疏矩阵：大多存0
模型无法处理训练集和测试集每种类别概率分布不一样的数据
学到的特征：所占的比例
高复杂度并不对应着过度拟合
图片嵌入
1、 统计白色、黑色、灰度的个数
2、 所有像素点
3、 HOG

模型训练的两个典型问题
[image: ]
模型复杂度：特征数的多少
欠拟合
训练集：用来训练模型的数据集
测试集:用来测试模型的数据集
欠拟合是指模型不能在训练集上获得足够低的误差，没有完全运用训练集的数据。模型复杂度低，模型在训练集上就表现很差，误差很大，没法学习到数据背后的规律。
原因①模型复杂度过低②特征量过少
解决方法①模型复杂化②增加更多特征③调整参数④降低正则化约束
过拟合
过拟合是指训练误差和测试误差之间的差距太大，没有理解数据背后的规律，泛化能力差。导致模型在训练集上表现很好，但在测试集上却表现很差（无法处理新的情况）。模型会很不规则，对数据敏感——方差。
这里的方差是指模型的敏感性，即输入数据本身会对模型图像造成影响和改变的程度。模型越复杂，方差越大。方差-偏差权衡。
原因①建模样本选取有误，如样本数量太少，选样方法错误，样本标签错误等②样本噪音干扰过大③参数太多，模型复杂度过高（多项式指数过高，或者特征数太多）④对于神经网络模型：a)对样本数据可能存在分类决策面不唯一，随着学习的进行，BP算法使权值可能收敛过于复杂的决策面；b)权值学习迭代次数足够多(Overtraining)，拟合了训练数据中的噪声和训练样例中没有代表性的特征。



[image: ]

解决方法①增加样本数量②使用正则化约束③减少特征数④调整参数并降低模型复杂度⑤提前结束训练
对于过拟合：模型复杂度和权重数量有关，以回归模型为例，进行正则化（Ridge回归、Lasso回归、L1/L2）
如何判断是否过拟合？：验证集：过度拟合的程度。如何判断拟合程度？计算MSE均方差损失。找出使得验证集损失最小的复杂度。
	权重和过拟合的关系
1、 权重数量：更多的权重意味着模型拥有更多自由度，从而可以更灵活地拟合数据。权重数量增加通常会使模型更复杂，增加对细微模式的拟合能力。
2、 权重大小：当模型的权重值很大时，它对输入数据的变化非常敏感，这会使模型拟合数据中的细节和噪声。
因此，我们需要一种方法在训练过程中去约束权重
正则化的作用
•防止过拟合：正则化通过对模型的复杂度进行限制，防止模型在训练数据上过度拟合。
•提高模型的泛化能力：通过控制模型的参数大小或数量，正则化可以使模型更加稳定，减少对训练数据的过度依赖，从而提高模型的泛化能力。
•减少模型的复杂度：正则化技术通过对模型的参数进行惩罚，促使模型更趋向于简单的解。例如，L1和L2正则化会约束模型的权重，使其趋向于稀疏或较小的值，从而减少模型的复杂度。
•控制模型的学习速度：正则化技术可以对模型的学习速度进行调节，防止模型在训练过程中权重变化过大，从而导致优化过程不稳定。这有助于加速模型的收敛，并提高模型在训练数据上的表现。
•提高模型的稳健性（Robustness）：正则化有助于使模型更加稳健，即对输入数据的微小变化不敏感。通过降低模型的复杂度，正则化可以减少模型对训练数据中噪声的敏感度，从而提高模型的稳健性。
Linear_model.Ridge(alpha=1)
岭回归，另一种线性回归
Alpha越大，模型越简单
Alpha是一个元参数，它控制模型复杂度在，阻止线性回归模型过度拟合——验证集误差降低
Alpha允许模型特征数不变，只是减小模型对特征的依赖，把参数值减小
它允许我们将对模型复杂度进行微调
数据缩放_将数据转化为均值为 0，标准差为 1 的标准正态分布，可以更好的进行岭回归
Ss=standardscarler（）
ss.fit(data)
ss_data=ss.transform(data)
调整模型的复杂度：
1、 特征数减少，即n中选m个
2、 多项式的指数减少，即poly里的degree
3、 保留特征数但是 系数减小，即岭回归的alpha值
可以见得，alpha是训练集上的。验证集计算误差的时候不必加上alpha
如何选取alpha？1、验证集的准确率或者误差
2、交叉验证
常见的正则化方法
•L1正则化：也称为Lasso正则化，它通过在模型的损失函数中增加权重的L1范数（权重向量的绝对值之和）来实现正则化。L1正则化倾向于产生稀疏权重矩阵，即将一些权重推向零，从而实现特征选择的效果。
•L2正则化：也称为Ridge正则化，它通过在模型的损失函数中增加权重的L2范数（权重向量的平方和）来实现正则化。L2正则化会使权重值变得较小，但不会直接导致权重稀疏，因此不具有特征选择的作用，但可以有效地控制模型的复杂度。
•ElasticNet正则化：ElasticNet是L1和L2正则化的组合，它在损失函数中同时使用L1和L2范数，可以综合两者的优点。
•Dropout：Dropout是一种特殊的正则化技术，通过在训练过程中随机地丢弃（将其权重置为零）网络中的部分神经元，以及它们的连接，来减少神经网络的复杂度。这样可以防止神经元之间的共适应性，从而减少过拟合。
1、 L1正则化
直觉：让高次项的系数为0，就可以避免过拟合的情况。
L0范数：向量中非零元素的数量。而L0范数具有非连续性和非凸性，直接优化很困难。

在模型的损失函数中增加权重的L1范数（）作为惩罚项来控制模型复杂度的技术。一般形式：

	

是模型的目标损失，λ是正则化参数，用于控制正则化项的强度。Wi为每个参数大小。

则对于每次权重的梯度
在梯度下降的优化过程中，L1正则化会促使一些权重趋向于零，从而实现特征选择的效果，降低模型的复杂度，防止过拟合
2、 L2正则化
直觉：降低权重大小，降低对数据的敏感

在模型的损失函数中增加权重的L2范数（）作为惩罚项来控制模型复杂度的技术


则对于每次权重的梯度
（此处待定）
在优化过程中会同时考虑数据损失和L2正则化项，从而在保持对训练数据的拟合能力的同时，尽可能减小模型参数的大小，降低模型的复杂度。
不同：L1正则化在优化过程中会使部分权重被压缩为零，从而达到特征选择（稀疏化）的效果。L2正则化不会使权重为零，而是趋向于减小权重的大小，从而平滑模型
3、 Dropout
Dropout是一种在神经网络中常用的正则化技术，用于减少过拟合。其原理是在网络的训练过程中，随机地将部分神经元的输出置为零（即失活），从而使得网络在每次迭代时都在不同的子网络上训练，以减少神经元之间的复杂依赖关系，从而增强模型的泛化能力。
4、 常数项正则化
Fit_Intercept=False
因为指数包括0，即包括了常数项。你不必再另外拟合一个常数项
但是正则化的时候，却并没有正则化常数项
监督学习
分类
输出的结果不是数，而是一个分类标签（从概率转换成标签）
逻辑回归
生活中会经常碰到二分类问题。

设为样本数据

其中
yi=1称相应的样本为正例，=0称为负例
不止给出类别，还会给出模型可信度的概率（类别的概率）
线性可分，可以找到一条线分割成两个类别，但往往不行
线性回归分类
可以将只有[0,1]的数据经过数据抖动后作为一个线性回归方程，其y值表现的是模型可信度。
Eg.90%会为1.然后选择一个阈值，比如50%

[image: ]
相对于此，逻辑回归的优势1、没有令人困惑的大于1或小于0的值，被限制0和1之间，即概率预测
2、？
3、 对离群值不敏感
2. 逻辑回归的多分类扩展
（1）One-vs-Rest (OvR)
· 原理：为每个类别训练一个二分类器，判断“当前类 vs 其他所有类”。
· 例子：手写数字识别（0-9），训练10个二分类逻辑回归模型。
· 缺点：类别较多时可能产生样本不平衡问题。
（2）Multinomial Logistic Regression（Softmax回归）
· 原理：直接扩展为多分类，使用Softmax函数输出每个类别的概率：
· 输出所有类别的概率分布（总和为1）。
· 更适用于类别互斥的场景（如数字识别、情感分类）。

Bin （桶）概率预测
对于每个bin，利用线性回归模型计概率
逻辑回归就是对于bin预测的平滑版本
最终根据阈值T=0.5来判断输（0）还是赢（1），当然你也可以仅仅通过这个来计算最终结果而并不需要来判断大小
利用sigmoid函数


θ1体现模型对这个特征的敏感性
θ0来确定交叉点的位置
MSE就成为了θ0和θ1的函数，
Sklearn中的optimize中的minimize
Sklearn中logisticregression（penalty=None）
删去penalty，则默认L2正则化
Logisticregression（c=1e10），c相当于模型复杂度
如何选取c？
1、 验证集的准确率或者误差
2、 交叉验证 LogisticRegressionCV(fit_intercept=False, Cs = 10**np.linspace(-7, 5, 100), cv = 3))
逻辑回归也称作logistic回归分析，是一种广义的线性回归分析模型，属于机器学习中的监督学习。逻辑回归主要用来解决二分类问题（也具有解决多分类问题的能力）。逻辑回归本质是一种概率建模方法，通过学习输入特征与类别之间的关系，拟合类别的条件概率分布，从而用于分类任务。
因此我们需要一种方法能够将输入数据x（或者说是输出数据y）映射成0~1之间的数，然后分类（哪个标签对应的数（概率）最大）；
函数的选取
1、 

sigmoid函数[image: ]（，[image: ]）

[image: ]
导函数具有以下形式：



优势：
对于阶跃函数：函数是非连续且不可导的
1、 将输出限定在区间[0,1]
2、 函数平滑且连续，具有单调递增的特性，与分类目标一致
3、 与对数似然函数能够完美结合，使得参数优化简单高效
4、 提供了良好的概率解释，同时可以体现输入特征对类别的影响程度



引入x0=1，x=


如何求θ？确定整体损失函数：







其它逻辑回归模型（也叫做激活函数）：Tanh函数、ReLU函数（[image: ]）、ELU函数、LeakyReLU函数、ParametricReLU函数、Softmax函数（[image: ]argmax函数（[image: ]）的平滑版本）
[image: ]
但是argmax不能用来优化神经网络中的权重和偏差，因为输出的结果只有0和1
Softmax函数保留了原始输出值的原始顺序
Softmax输出值可以被解释为预测概率

[image: ]
但是也不能过分相信“概率”的准确性

因为预测概率不仅仅依赖于输入值，也依赖于权重和偏置的随机初始值
这里要注意的是，尽管叫做“回归”，但逻辑回归实际上是分类任务套了个概率，用于概率的回归任务
Softmax用于多分类任务
Softmax有一个可以用于反向传播的导数






神经网络中的交叉熵


损失函数为


目标结果（监督信号）应该为1，其余为0
为什么不计算SSR平方残差呢？

即
即对于糟糕预测的交叉熵的斜率，想不与相同糟糕预测的平方残差大

[image: ]
激活函数是神经网络中的一个关键组件，使神经网络能够学习复杂的函数映射关系。它通常被用于神经网络的每个神经元中，对输入信号进行变换后再传递到下一层。同时，还能起到稳定输出的作用。
似然性和极大似然估计
1、概率：描述一个事件发生的可能性
似然性：已知一个事件发生，反推在什么参数条件下，这个事件发生的概率最大

：参数W已知，某个事件x发生的条件概率

：某件事x发生，未知参数W的似然函数

显然当，[image: ]这代表当取得某个参数，似然函数的值到达了最大值时，反过来可以说明在这个参数下最有可能发生事件x，即这个参数最合理。
2、 极大似然估计
思想：一个事件如果发生，那么发生这个事件的概率就是最大的，即让观测数据出现的可能性最大化
逻辑回归模型在分类问题的应用
交叉熵损失
在逻辑回归函数中，最小化
均方差MSE在分类中不是一个好指标，或者说对于判断概率预测
 我们提出了对数似然函数：


预测越糟糕，损失越大，得到的惩罚越大
[image: ]
这是MSE只有两个未知数的损失函数图。
[image: ]

[image: ]
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更好地用于优化，没有平面和底部的干扰
加上正则化


决策树和随机森林
decision_tree_model = tree.DecisionTreeClassifier()
decision_tree_model = decision_tree_model.fit(iris_data[["petal_length", "petal_width"]], iris_data["species"])

我们会得到非线性的决策边界，——非线性可分的数据，虽然也会引入新的过拟合问题

[image: ]
决策树是个用来分类数据的模型
逐一回答每个选项的问题
Bagging算法
[image: ]
过拟合：
[image: ]
 分类结果只有0和1
判断每个节点只能判断一个特征的大小
基尼不纯度——剩余的不确定性
但是，仍有部分决策树无法分类的地方，
算法：
1、 所有数据在根节点处
2、 重复步骤直到节点是纯净的（只有一种类别）或者不可分（测量数据完全相或者降低不了基尼不纯度）
挑选特征θ和数值β，来最大化ΔWG来分节点
基尼不纯度：随机选取类别错误的概率


节点的不可预测性，不纯度越高，越难预测

如果平均分C种类别，那么基尼不纯度为
加权不纯度基尼不纯度×NT/N，N为总个数，NT为该节点的个数

,加权不纯度的降低，体现了分裂的程度。
等于根节点加权不纯度减去两个子节点的加权不纯度，越大越好
决策树的复杂度和过拟合问题
1、 决策边界复杂
2、 过于多的分支
3、 测试集的误差太大
降低复杂度：
1、 节点的数据占比小于1%停止
2、 深度最大为m
3、 ΔWG小于n
同样的，找到合适的方法和对应的超参数需要
1、 验证集
2、 交叉验证
GridSearchCV
ΔWG比其他参数更重要
随机森林是决策树的集成模型
没有限制的情况下过拟合，即方差大，很小的输入数据会引起模型的巨大变化
决策树是许多这样没有限制的决策树模型的集合，让他们投票
用决策树是得不到概率的，随机森林给出的的每种分类的树比例
因此决策边界也就是比例最高的分类

支持向量机
K最近邻(KNN)
贝叶斯分类器
贝叶斯公式




全概率公式


哈夫曼编码


显然编码的长度取决于报文中不同字符的个数。
若报文中可能出现26个不同字符，则固定编码长度为5
然而总是希望总长度尽可能段
使用频率高的字符用短码


回归

线性回归
[bookmark: _Ref185677620]模型的定义
模型是对系统理想化的代表；模型是的数据潜在模式的显性表示、是完成特征到真值映射的函数。
单元线性回归
输出是输入特征的线性组合



参数：
目标：找到最优直线

损失函数：

量化目标：
梯度下降法，根据函数在每一个点的导数来决定参数是增大还是减小：

考虑只有一个参数的情况


1. 确定当前模型参数，学习率 

2. 求模型参数对损失函数的微分 

3. 更新模型参数
4 重复上述步骤直至收敛


（模型收敛定义1、损失函数变化小于设定阈值:[image: ]2、梯度范数接近于0:[image: ]）
局部最小和全局最小问题：
当学习率过大时，损失函数的值可能在迭代过程中不断增加，而不是逐渐减小。这种情况表现为震荡，甚至可能完全发散，导致模型无法找到稳定的最优解；
学习率过小会使得模型在梯度接近零的地方停滞不前。此时，模型无法有效跳出局部最小值或平坦的区域，导致参数更新非常缓慢，甚至无法进一步优化。因此，模型可能会停留在局部最优解附近。
[image: ]

向量化与批处理：对于n个输入（m个输入特征）和n个输出（1个输出特征）



	
	
于是对于多变量梯度下降我们有：
	

[bookmark: ZEqnNum333387]	
求平方损失的最小值是一个凸函数的最优化问题。要求参数的最优解可以使用最小二乘“参数估计”法

令=0，有

当为满秩矩阵或正
定矩阵时，存在逆，有唯一解；否则，存在多组最优参数，由归纳偏好决定最优解；
最小二乘法和梯度下降的比较
1、 归纳偏好
指的是学习算法在从有限的观测数据中推断出一般规律时所依赖的假设或偏好。归纳偏好是必需的，因为学习算法通常面对的是无限的概念空间，而训练数据是有限的，因此算法必须做出某些假设，以便从有限的样本中推广到整个数据分布。
损失函数的选取
模型作出的预测有多准确，即告诉我们这个模型或参数选择所造成的损失/误差有多大
1、 

方差损失（L2损失），对于整个数据集有MSE:
梯度下降法，计算某一点的导数，然后决定下一次取值大小
2、 
绝对误差（L1损失）及对应的MAE:
3、 .fit()是如何计算出这个最优参数的？——梯度下降法
4、 L2损失比L1对离群值更加敏感
5、 L1损失是分段线性函数，这对于数值优化可能很慢或者不正确
[image: ][image: ]
所以如何找到一个函数，它既是平滑的，又对离群值不这么敏感？

Huber Loss

[image: ]
当δ很小，接近L1 loss，当δ很大，接近L2 loss。
[image: ][image: ]
多元线性回归
顾名思义，有多个参数乘以对应特征，再相加。此时，回归直线变成了回归平面。但是要避免过拟合。
[image: ]（令人奇怪的是，人数（size）应该是离散的，但是线性模型是连续的）
如果有n个未知数，只要有指数为n的多项式来拟合
非数值类型
如日期，名字——独热编码。有这个特征为1，其余都为0；则把时间作为新的三个特征

（x2、x3、x4分别为星期四、星期五、星期六对应的特征）
	
[image: ]

然而，如果是是不对的，因为它的斜率不变（x2、x3、x4一个为1其余为0），并没有为三种情况分别设置斜率，只是截距发生变化.而我们要考虑的是不同的日期有不同的x1和w。
因此，也并非需要为每一种情况设置参数，而是分成四种模型。即从原来的六维降到每个模型一维（但是这里有四个模型，我们肯定还是要一个模型，因此从六维降到四维，把随时间变化的特征融入到时间特征中）


，其中是特征的乘积，不再是线性的了，非线性，优化难

因此我们引进新的特征
[image: ]
2、 线性回归模型在分类任务的应用
3、 特征函数：利用已知的特征创造出新的特征，使之符合特征的线性组合
截距（偏置项）它将是一个参数，其特征对应值为常量1 
特征可以是非线性的，添加非线性特征，来提高线性模型的表达能力
特征函数可以捕捉到邻域内重要信息


4、 指示函数 Ⅱ
true为1false为0，类似条件判断语句
5、 多项式拟合——如何建立一个模型？
1、 多项式 ，利用sklearn的LinerRegrssion
X_x2_and_x3=pd.DataFrame();//创建数据
a=LinearRegression()
a. fit(x_x2_and_x3,data[‘y’])
2、 线性方程组 theta=np.linalg.solve(phi,y_hat)
或者phi_inverse=np.linalg.inv(phi),theta=phi_inverse@y_hat
3、 sklearn中的polynomialfeatures
degree=3指定最高项指数
poly3=Polynomialfeatures(degree=3)\\系数最大
x_x2_and_x3=poly3.fit_transform(a.[[‘x’]])\\创建数据
a_model=lineregression(fit_incercept=False)
a_model.fit(x_x2and_x3,a[y])\\拟合
（有n个特征，形成指数为r的多项式，组合数C（n+r-1 r-1））
4、 Pipiline
Pipeline_mode=Pipelline([(‘json_transform’,polynomialfeatures(degree=3)),
(‘josh_regression’,linearregression(fit_intercept=False))]),
Pipeline_model.fit(a[[‘x’]],a[[‘y’]])


SVM支持向量机
无监督学习
聚类
聚类问题：按照某个特定标准把⼀个数据集分割成不同的类或簇，使得同⼀个簇内的数据对象的相似性尽可能⼤，同时不在同⼀个簇中的数据对象的差异性也尽可能地⼤。
这里只有数据，我们想到找到规律。
应⽤场景：
 • 相似⽤户挖掘 
• 社区检测 
• 新闻聚类
推荐系统

分类：需要告诉⼀个分类器“这个东西被分为某类”。
聚类：⽬标只是把相似的东西聚到⼀起。⼀个聚类算法通常只需要知道如何计算相似度就可以进行。
相似度：连续特征（各种距离）、离散特征（SMC（简单匹配系数）、Jaccard系数）
K-Means
[image: ]
终止条件：
•聚类中⼼未变动/变动幅度⼩于超参数
•样本簇未变动/变动幅度⼩于超参数
•迭代轮次⼤于超参数
•缺点1：中⼼点是所有同⼀类数据点的质⼼，所以聚类中⼼点可能不属于数据集的样本点。
•缺点2：计算距离时我们⽤的是L2距离的平⽅。对离群点很敏感，噪声（NoisyData）和离群点（Outlier）会把中⼼点拉偏，甚⾄改变分割线的位置。
聚合聚类
层次聚类
层次聚类（HierarchicalClustering）是⼀种常⽤的聚类分析⽅法，它不需要事先指定聚类的数量，⽽是通过构建⼀个由层次结构组成的聚类树（称为树状图或Dendrogram）来展⽰数据点之间的相似性。层次聚类主要有两种⽅法：凝聚型（Agglomerative）和分裂型（Divisive）。
EM聚类

评价指标
Distorson 如何让distorsion最小？

•有真实标签GroundTruthF1,Recall,Precision,NMI,ARI,...
•⽆真实标签
•紧密度：每个聚类簇中的样本点到聚类中⼼的平均距离；
•分割度：每个簇的簇⼼之间的平均距离；
•SSE：类中数据距离聚类中⼼的损失平⽅之和
•轮廓系数(SilhouetteCoefficient,SC)a：某个样本与其所在簇内其他样本的平均距离；b：某个样本与其他簇样本的平均距离；单个样本的轮廓系数;聚类总轮廓系数
•CH指数(Calinski-HarabazIndex)
•DB指数(Davies-BouldinIndex)


降维——特征选择的目的与方法
PCA
SVD
ICA

神经网络
感知机

[image: ]
模拟人类神经元模型。
与K-最近邻、逻辑回归、决策树一样，感知机也是一种分类模型。它是第一个在无人训练（自动学习数据）的情况下可以接收认知并分辨。他将学会记忆自己感知到的图片和信息。
给定一组特征，x1，x2…,xd

神经元——到达阈值才会有输出信号；即，
模型的优点在于，它的权重(wi)可以通过数据来学习。更新方式（如果结果是错误的，那么根据实际值）：


并非一次更新后就能准确预测之前的值，但是多次更新（重新学习已有数据）
后一定能得到决策边界
如果数据是线性可分割（？），那么算法一定会聚集。
最小化一个叫做合页损失函数


总的合页损失所有数据点合页损失的综合
因此为wi和b的多元函数

[image: ]
1、 给出的图像只是b=0
2、 每次只能优化完一个点来进行绘画，而不是所有点（感知机就是随机下降算法Stochastic Gradient Descent，SGD）
3、 不同的起始点会有不同的结果
决策边界离所有数据都很远。
最近的数据距离决策边界的距离叫做“间距”
但是感知机并不会优化这种间距，我们优化间距的方法是支持向量机
1、给出的结果只有分类，没有概率
2、感知机的间隔可能会很小
3、无法学习的非线性可分割的数据
解决第一个问题，将if（判断01）改成一个函数平缓过渡于0到1（sigmoid），和逻辑回归结果相似


第二个问题，支持向量机
第三个问题，前馈神经网路
布尔函数：输入0，1，输出0，1
但是感知机无法预测XOR函数
用非线性数据拟合线性模型
特征工程，利用原特征添加一个新特征，egx3=x1x2
更多的层和神经元，构成多层感知机（MLP）
 • 又叫全连接层，常⽤作分类任务的最终输出分类器。对于⼀个新任务，也可
SVM支持向量机
SVM的决策过程和感知机一样，唯一不同的是最大化margin（间隔），计算权重
Linear：直线
Poly：曲线
Rbf：
因为线性方程可以比例，因此有无数个Hs的直线表示方式
对于能够决定间距最小直线的向量，叫做支持向量
把它们当作支持H0和HB的直线所以不会掉下来
如果我们确定了HO和HB的直线，那么Hs的w1，w2和b是独一无二的


因此，我们要最小化w1和w2
多项式，则最小化||W||2
SVM软间隔
但是总也有线性不可分的情况
我们允许一些点可以违法条件


\xi叫做松弛变量，这个点违反条件的程度
限制\xi，不能让他太大


软间隔算法，因为这些数据点允许在两条分割线之间
C越小，松弛度越大，欠拟合就失去了模型的意义
C越大，过拟合，对于离群值敏感
“软”指的是允许点进入到间隔内
SVM核
核=核函数
Kernal
Explicit_poly_svm=Pipeline((‘poly’,PolynomialFeatures),
(‘model’,SVC(kernal=”linear”)))
 创建了多项式特征，利用了SVM线性核
和SVC（kernal =’poly’）利用多项式核类似
核在运算上的效率高于明确创建多项式特征，（核技巧）因为他不会计算高指数的特征
可以根据原特征得到指数为10的特征，它们用的不是指数为10特征，多项式核而是
（Fare1xfare2+age1xage2)^2类似的
描述指数为2时，两个点之间的关系

RBF radial basis function
随着参数γ增加或者距离增大，这个关系会减弱；参数γ增加，每个数据点的空间影响力变弱了，即每个点对于邻居的影响力减弱了
实现了线性分类器到从最近邻分类器的平稳转换
γ？依然利用交叉验证
RBF核是一种最近邻算法，但是它其实使用核函数的SVM算法
这些数据点是在高维区间中，处于间隔区域内的
没有过拟合
也可以将核函数嵌入到逻辑回归，岭回归，作为核函数
%times计算时间
前馈神经网络
图片分类 ——传统的方法
将特征转换为梯度直方图，然后导入SVM线性分类器
追求的是特征化方法，图片的特征如何提取？
后来出现神经网络-Alex Net。



[image: ]

创建多个神经元（感知机），，然后让它们作为彼此的输入数据
通过增加神经元的数量，算法的表达能力增加，可解释性降低
输入的特征：输入层
所有输出层前面的神经元：隐藏层
最后一层神经元：输出层
每一隐藏层的神经元数量、多少个隐藏层看作超参数
做出多个不同特征的预测
决策边界是非线性的
橘色是负的，蓝色是正的
自动学习了x1x2特征，这就是隐藏层所做的
MLPClassifier如果只有一层，那么跟逻辑回归没有区别
最小化交叉熵损失，或许再加上正则化
因为非常的复杂，有n个参数，很容易陷入局部最优
神经网络做出的决策（最后神经元的激活函数）
[image: ]
对它应用阈值（.predict instead of .predict_proba）
[image: ]
神经元的激活度（而不是说这个点属于类别1的概率）
在神经网络中，“激活值”（activation）或“激活程度”指的是每个神经元在接收到输入后，经过计算所产生的输出值。这个输出值决定了该神经元对输入信号的响应强度。
这个激活值 a 就是该神经元的输出，会传递给下一层的神经元作为输入

[image: ]
输出层会把所有的激活度整合成一个概率
Q：为什么结果右下角却为1？
σ（wixi+b）=1，这就要求b很大
3、 尽管三张图相似，即冗余，但是结果依然是非线性的
但结果是不确定的
用random state来控制随机性
我们可以看到，区别于逻辑回归，因为它是中凸的，因此有确定的结果
而神经网络有不同结果
1、 取不同的输出函数，如tanh、ReLU
实际上用于回归任务只需把输出的sigmoid函数去掉即可。
要用哪一种算法？逻辑回归还是神经网络还是SVM?验证集或者交叉验证。
HoG能够提取回归函数的可用的有效特征。
神经网络的好处在于不需要人工设计HoG函数，自动学习了特征
Stop explaining black box machine learning models for high stakes decisions and use interpretable models instead

向前传播
梯度下降
反向传播

深度学习
⼏ 个 经 典 的 深度学习 模 型/框架
M L P 多层感知机
C N N 卷积神经网络
我们希望⼀个物体不管在画⾯左侧还是右侧，都会被识别为同⼀ 物体，这⼀特点就是平移不变性。为了实现平移不变性，卷积神 经⽹络（CNN）等深度学习模型在卷积层中使⽤了卷积操作，这 个操作可以捕捉到图像中的局部特征⽽不受其位置的影响。
卷积操作
卷积核通常是一个权重方阵。
卷积操作是指：将卷积核的中心放置在要计算的像素上，一次计算是将卷积核中每个元素和其覆盖的图像像素值的按位相乘并求和，得到的结果就是该位置的新像素值。
[image: 在这里插入图片描述]







（卷积核）           			更抽象的特征




机器学习的定义，和人工智能、深度学习的区别？
深度学习<机器学习<人工智能
机器学习：从本质上来讲，机器学习就是让计算机发现数据中的规律。那么我们可以根据这个规律，来预测、作出决策……
深度学习：无人监督，主要利用神经网络学习数据。自己可以根据数据集自己更新参数。
（问题是，现在只知道神经网络那一套，正向传播-梯度下降-反向传播更新模型，还有其他更新参数的方式？）
最大的收获应该是实践了两个数据集，
1、CNN的手写识别体和MLP的房价预测。以及多个文件的合作。
2、第一篇纯英文的文献阅读。
接下来应该把机器学习这方面给补充完，比如说决策树、特征函数、PCA降维、SVM支持向量机和超平面等等。顺便把数学建模的方法一部分，比如模拟退火、蚁群算法、遗传算法、模糊数学等内容也得要加进来。
然后就是深度学习，学一下d2l。
希望能在大二暑假的时候进个实验室,

 R N N  循环神经网络

循环神经⽹络（Recurrent Neural Network, RNN），是⼀种⽤于处理序列数据的深度学习模型。它特别适⽤于 处理时间序列数据或者任何形式的序列，如⽂本、语⾳、视频等。RNN的核⼼特点是它能够捕捉数据中的时 间依赖性，即当前的输出不仅依赖于当前的输⼊，还依赖于之前的输⼊信息。
最大的区别是RNN还有反馈循环

[image: ]
尽管只使用一个输入，反馈环路可以使用顺序输入值

[image: ]

用昨天的值预测今天的值（正常输出）
也可以将根据昨天的值乘以权重和今天的值乘以权重相加
即允许昨天和今天的值（来对未来的预测，来表示上一次的结果对下一次的预测（预测未来）产生了影响
更简单的描述，只需要为每个时间点的输入复制一份神经网络即可
[image: ]


 但是所有的权重和偏置是共享的
随着时间增大，需要的神经网络越来越多
这个问题称为梯度消失/爆炸问题
LSTM 长时短忆神经网络


[image: ]
不使用相同的反馈环连接
使用两条独立的路径来对明天做出预测
一条用于长期记忆，一条用于短期记忆
没有权重允许长期记忆通过一系列展开的单元流动
而不会导致梯度爆炸或者消失
短期记忆可以直接连接到可以修改他们的权重
如果LSTM输入的值为太小负数比如-10，通过sigmoid输出将会是0
输出决定了记住原始长期记忆的百分比，叫做遗忘门
右侧创建潜在的长期记忆
左侧将潜在记忆的百分比加入到长期记忆中
即左边是权重，右边是
如何更新长期记忆，输入门
得到潜在的短期记忆之后
LSTM需要决定短期记忆的百分比
输出门
cell 是指 细胞状态（cell state），它是 LSTM 网络中核心的结构之一，用来在时间步之间传递信息。细胞状态负责在整个序列中传递长期依赖关系，从而帮助 LSTM 处理序列数据的长期记忆
隐藏状态即指的是短期记忆
 G N N图神经网络
图神经⽹络（Graph Neural Networks, GNN）是⼀种基于图结构的深度学习⽅法，专门⽤于处理图数据。它通过迭代地传递和聚合节点及其邻居的特征信息，从⽽学习节点和图的表⽰。
GNN的核⼼思想是利⽤图结构数 据中的邻接关系，通过消息传递和节点更新的⽅式，让每个节点能够聚合来⾃其邻居节点的信息，以此来更 新⾃⾝的表征向量。这种模型能够捕捉到图的局部结构和全局拓扑特征，从⽽提取更丰富的特征表⽰，进⽽ 提升各种图分析任务的性能。
GNN模型接收图作为输⼊，将信息加载到节点、边和全局上下⽂中，并逐步转 换这些嵌⼊，同时保持图的对称性（排列不变性）。图神经⽹络适⽤于包括社交⽹络分析、推荐系统、⽣物 信息学、知识图谱等多种应⽤场景。
模型设计流程
1、 数据准备（1、数据收集（公开基准数据集benchmark））
2、数据清洗
3、数据集切分（训练集、验证集、测试集）
4、数据预处理（将符号数值等转换成可计算的向量或矩阵，并归一化；标签转化成向量）
5、数据打包（批次训练batch、Pytorch Dataset）
我们重点来谈谈数据集的切分。
我们首先将数据集划分为训练集和测试集，由于模型的构建过程中也需要检验模型的配置，以及训练程度是过拟合还是欠拟合，所以会将训练数据再划分为两个部分，一部分是用于训练的训练集，另一部分是进行检验的验证集
•训练集：用于训练模型，训练误差用来拟合参数
•验证集：验证模型的有效性，挑选获得最佳效果的模型，通过计算验证集上的误差，用来检验是否过度拟合还是欠拟合的程度。验证集 的损失，代表模型在全新数据的表现，模型的复杂度。验证集是能代表真实数据的。
挑选最小误差的复杂度。用来选取参数。
•测试集：测试模型的最终效果，评估模型的准确率，以及误差等。模型在真实数据上的表现，和外界数据类似，是建立模型训练中从来没见过的数据，来衡量模型的优劣。模型的真实表现；
验证集是来挑选模型的，测试集是评价模型的。
虽然模型没见过验证集，但是作为模型建立的我们知道；验证集用多次，测试集只能用一次。
验证集和测试集误差最低点应该相同
RigeCV（alpha=[],）自动帮我们选取最好的alpha
哪怕没有验证集，也可以选出alpha——交叉验证
方法1留出法将数据集随机打乱后按比例分成训练集、验证集和测试集。——Holdout
方法 2交叉验证：将数据集划分成K个相等的部分，依次选择一部分作为测试集（应该是验证集），剩下K-1个部分作为训练集，重复K次，计算验证集上的误差，平均，最终综合各轮测试结果
然后利用所有数据集作为训练集，因为你已经确定α了，也就是没有验证集了。当然测试集也不再这里面。
K=N 留一法交叉验证
[image: ]
2、 模型准备
1、 神经网络结构框架（函数定义，Sequential容器）
2、 选择合适的网络
1、 多层感知机——线性层nn.Linear
2、 卷积神经网络
ResNet(残差网络),VGGNet,InceptionNet
循环神经网络、LSTM、Transformer
大规模预训练模型[image: ]
3、 模型的训练、验证、测试
训练状态
1、 正向传播加载数据塞入模型计算、预测
2、 计算误差（loss_f(prediction,truth)）
3、 反向传播误差、调整更新模型权重参数
重复1、2、3直到模型收敛或者误差小到可接受或者到达预定轮数
影响因素：学习率、batchsize、epoch等超参数
	验证状态
		调试模型参数
		决定保存模型的节点
	测试状态
		评价指标计算
（训练集：用于调整模型参数，如权重、偏置；
验证集：调整超参数，它们是手动调整的，如学习率、正则化系数，是否过拟合，用来提高未见过数据的泛化能力； 
训练阶段：
α是模型在训练集上优化时的超参数，用于控制模型复杂度（通过惩罚大系数）。
验证/测试阶段：
评估模型性能时，我们只关心模型在未知数据上的预测误差（如均方误差MSE），而正则化项α是训练阶段的约束条件，与模型的实际预测能力无关。
因此验证集是用来挑选参数的。
测试集：用来评价模型，不会发生任何调整）
4、 模型的应用
编码器-解码器模型
从一种序列转换成另一种序列
类似的问题统称为seqtoseq，从序列到序列
一种解决方法是编码器-解码器模型
能过处理可变的输入和输出的长度
将<EOS>作为句子的结束
词汇表中各个元素作为tokens
为了拥有更多的权重和偏差使模型（LSTM的输出）的形状符合（匹配）“数据的形状（嵌入层的输入出）”
人们经常添加额外的LSTM单元，同一个输入用作两个LSTM单元的输出
不同的单元有其单独的权重和偏差
添加额外的LSTM层
问题：增加网络的层数一定意味着效果更好吗？增加每一层LSTM单元更好吗？它们分别有什么用处？
1. 增加网络层数（深度）
作用
· 捕捉更高层次的抽象特征：深层 LSTM 可以逐层提取更复杂的时序模式（如从字符→单词→句子语义）。
· 增强非线性表达能力：更多层意味着更深的非线性变换，适合处理长序列或复杂依赖关系（如机器翻译、文本生成）。
2. 增加每层单元数（宽度）
作用
· 增强记忆容量：更多单元可存储更丰富的时序信息（如长文本中的远距离依赖）。
· 提高模型分辨率：适合高维输入（如多传感器时序数据）或需要精细控制的场景（如语音合成）。

增加一层表示新增一个独立的特征来表示维度，用来提升特征在增维可见的区分度
将第一层LSTM的短期记忆输出（隐藏层）作为下一层的输入
总之，以上的对输入的句子进行编码（嵌入）变成长期记忆（cell）和短期记忆（隐藏层）的集合（LSTM层）是编码器的部分

最终输出的长期和短期记忆（cell和隐藏状态）被称为上下文向量
我们需要解码上下文向量为输出句子
因此需要连接一个新的LSTM（作为这个新的LSTM的长期记忆和短期记忆的初始化），需要与编码器相同的层数和每层的单元数
有自己独立的权重和偏差
编码器的输入是另一批的词嵌入向量（如果用于翻译的话就是另一种语言）
解码器从嵌入值的<EOS>[0,0,…,1]开始解码
<SOS>(start of sentence)也可
编码器最后的输出层（短期记忆）
通过额外的权重和偏差到全连接层中，得到n个输出
然后通过softmax函数运行全连接层的输出得到n个概率输出来提取输出词


[image: ]
全连接层只是基本，普通神经网络的另一个名字
但直到输出<EOS>才会结束 
所以插入vamos进入解码器展开的嵌入层
最终输出EOS才会结束



[image: ]

强化学习
GAN
自编码器
CNN
GNN
知识表征方法
自监督学习
自监督学习的关键思想是设计一个先验任务，要求模型预测输入数据中缺失或损坏的部分。通过训练模型来解决这个任务，它学会了捕捉对下游任务有用的有意义的特征或表示。

自监督学习中的先验任务的例子包括预测图像的缺失部分（例如，绘画），预测shuffle 后的图像补丁的顺序，或预测视频中的未来帧。

SSL 主要用于预训练和表征学习。因此，在以后的下游任务中引导一些模型。

自监督学习的代表是语言模型，自监督不需要额外提供label，只需要从数据本身进行构造。
2.2 　对比学习（正负对）
正对:对相同的图像进行增强，并将它们标记为正对;

负对: 将不同的图像标记为负对，并尝试将负对的学习特征推开，同时将正特征拖近;

这使得网络能够学习对相似类别的图像进行分组，这进一步使得原本需要固定标签来学习的分类和分割等任务在没有给定基本事实的情况下变得可能。
[image: 在这里插入图片描述]
2.3 自我预测方法
给定一个数据样本，我们尝试填充故意缺失的部分。例如，预测句子中的掩码词或为灰度图像着色。
[image: 在这里插入图片描述] 

2.4 自监督学习的模型
Barlow Twins 架构于 2021 年 6 月首次在论文“Barlow Twins: Self-Supervised Learning via Redundancy Reduction”中提出。Barlow twins 的名字来源于神经科学家 H. Barlow，他在 1961 年的工作启发了这种架构。它是一种最先进的 ssl 方法，它依赖于直观且易于实现的想法。

最近的自监督学习研究的目标是学习对输入样本失真不变的嵌入。这是通过对输入样本应用扩充并尽可能“驱动”它们的表示来实现的。但一个反复出现的问题是存在微不足道的常数解。当网络依赖于这种微不足道的解决方案时，就不会发生有意义的学习。

已经提出了许多自监督模型和架构（BYOL、SimCLR、DeepCluster、SIMSIAM、SELA、SwAV）。Barlow twins 在几个计算机视觉下游任务上的表现优于或与大多数方法相当。

与其他自监督方法类似，Barlow twins 旨在学习对输入失真不变的表示（嵌入）。它通过 3 个步骤实现。

将两组不同的增强应用于同一输入样本 X，导致同一图像的两个扭曲视图 (Y^a, Y^b)。
扭曲的视图被送入完全相同的编码器，在下面的图 1 中表示为 f。我们将这两个输出分别称为 Za、Zb。
计算两个嵌入向量的互相关矩阵 M。应用损失，计算矩阵 M 与单位矩阵 I 的距离。
[image: 在这里插入图片描述]
一个重要的细节是编码器 f 实际上是由一个编码器网络和一个“投影仪”网络组成的。我们将编码器的输出称为“表示”，将投影仪的输出称为嵌入。编码器执行特征提取，而投影仪设计嵌入的高维空间。学习到的表示用于在下游任务上训练分类器，而嵌入被馈送到损失函数中以训练模型。

由于失真表示不变是我们的主要目标，因此编码器 f 在同一样本的失真视图上生成的嵌入应该几乎相同。如果它们相同，则互相关矩阵 M 将等于单位矩阵。通过最小化我们的损失函数，我们尽可能接近它们的嵌入和表示。此外，通过将 M 驱动到单位矩阵 I，我们将彼此的嵌入维度去相关。

2.4　自监督学习的优势
无需人工标注
高质量的标记数据很昂贵，而且通常很稀缺。自监督训练方法不依赖人工标签来学习有用的特征。这使我们能够利用野外可用的大量数据。
像 BERT 或 GPT-3 这样的大型语言模型之所以出奇地有效，不仅仅是因为它们的体积庞大。这些模型是在 huuuge 文本语料库上训练的。互联网是他们的游乐场，他们可以自由地从书籍、维基百科和常见互联网站点中的所有文本中学习。

另一方面，视觉模型可以收集 Instagram 照片和 youtube 视频进行训练。这使他们能够建立更多的常识

模型可扩展
上述观点的直接结果是，使用 SSL 方法训练的模型可以而且确实可以扩展到前所未有的规模。其他技术因素，如更好的硬件，也有助于此。但是由于较大的模型有更多的参数需要优化，因此在训练过程中需要更多的数据。SSL 是满足庞大模型数据需求的唯一途径。
通过自我监督学习，模型可以扩大规模，从而使它们更有效并提供更多容量。将我们带到下一点的东西。

Zero shot 零样本的迁移学习能力
自监督模型似乎具有的一个巨大优势是它们能够处理未明确接受过训练的多项任务。他们有能力将他们的知识零样本转移到新的下游任务上。
CLIP 是一个经过训练的模型，可以为给定图像找到最合适的文本片段（在许多文本片段中）。尽管它从未在图像分类、目标检测或图像分割等其他任务上接受过明确的训练，但它能够在 30 种不同的任务中取得相当不错的性能。

如果他们在新任务上表现出色的先天能力也得到了一些标记样本（比如原始数据集的 1% 或 10%）的补充，那么自监督模型可以匹配甚至优于在完整数据集上训练的完全监督模型！

用 Yann LeCun（META AI 首席人工智能科学家）的话来说

我们认为，自我监督学习 (SSL) 是在 AI 系统中构建背景知识和近似常识形式的最有前途的方法之一


1. 自监督学习的本质定位
学习类型	监督信号来源	与自监督的关系
有监督学习	人工标注的标签（如分类标签）	自监督的代理任务模仿其形式，但标签自动生成
无监督学习	无任何标签	自监督通过构造任务引入“伪标签”，本质不同
自监督学习	数据自动生成的伪标签	独立范式，但技术实现接近有监督
2. 为什么说自监督是独立的？
(1) 与有监督学习的区别
标签来源：

有监督：依赖人工标注（成本高）。

自监督：标签来自数据本身（如文本中的遮蔽词、图像的旋转角度）。

任务目标：

有监督：直接解决实际问题（如分类）。

自监督：通过代理任务（Pretext Task）学习通用特征，需下游任务微调。

(2) 与无监督学习的区别
优化机制：

无监督：直接建模数据分布（如聚类、降维），无明确预测目标。

自监督：通过分类/回归等代理任务优化模型（如BERT的MLM、对比学习）。

特征质量：
自监督学到的特征通常比无监督更适用于下游任务（因隐含语义监督信号）。

3. 自监督的“双重属性”
形式上有监督：
代理任务（如预测遮蔽词、图像补全）使用损失函数（交叉熵、MSE）等有监督工具。

数据上无监督：
无需人工标注，仅利用数据内在结构生成标签。

类比：
自监督类似于“自己出题自己答”（用数据生成题目并训练模型），而有监督是“老师出题学生答”（依赖外部标注）。

4. 学术界的共识
独立分支：
自监督学习已被广泛视为与监督/无监督并列的第三类学习范式（如Yann LeCun的论述）。

技术融合：
自监督常与无监督结合（如对比学习+聚类），但其核心机制仍依赖构造的监督信号。

5. 典型例子对比
方法	学习类型	监督信号来源	下游任务依赖
ImageNet分类	有监督	人工标注的类别标签	无需
Word2Vec	自监督	上下文词（自动生成）	需要
K-means聚类	无监督	无	无需
BERT的MLM	自监督	遮蔽词（来自文本自身）	需要
总结
自监督学习是独立范式，技术上模仿有监督（用伪标签和损失函数），但数据上无需人工标注。

不属于无监督：因其依赖显式的预测任务，与无监督的“自由探索”本质不同。

现代AI的核心地位：自监督已成为预训练大模型（如GPT、BERT）的核心方法，填补了无监督学习特征质量差、有监督学习数据需求高的空白。

自监督学习既不是传统的有监督或无监督，而是一种通过数据自动生成监督信号的独立学习范式，更接近有监督的技术框架。
自监督学习（Self-supervised Learning），笼统而言，是对于“损失函数中使用到的监督信息无需人工标注”的训练范式的一种统称，自监督学习可以用在预训练上，也可以用在实际任务本身的训练上，当然目前看来还是用在预训练上的情况显著更多。自监督学习与无监督学习，这二者就是一样的。比如，用于预训练模型的自监督学习也在很多论文中被说成是“无监督表征学习”（Unsupervised Representation Learning）。我举几篇搞（视觉）自监督学习的人耳熟能详的自监督学习论文（相信没人会质疑以下这些工作是自监督学习的工作），他们全都在标题或正文中自诩是Unsupervised的方法：
具体举例来说明自监督学习是怎么回事。比如我有一堆无标注的图像数据，我希望通过这堆数据训练一个编码器网络，使其作为预训练模型迁移到下游的目标检测任务中时，可以比我从零训练得到的目标检测模型有更好的表现。于是我可以将每张无标注图像切分成九块，然后打乱其顺序，之后训练一个网络，使其能预测出正确的九宫格排列顺序，这样的训练过程就叫“自监督学习”，这样训练出了的网络的编码器（表征网络）部分就可以迁移到下游任务上使用。
3. 更准确的表述方式
学习类型	监督信号来源	监督信号性质	典型任务
无监督	无	无	聚类、降维、生成模型
自监督	数据自身生成	伪标签（与输入同源）	Word2Vec、MAE、对比学习
监督	人工标注	独立于输入的外部语义标签	分类、检测、翻译
关键修正：

自监督的“伪标签”是数据自身的子集（如文本中的遮蔽词、图像的补丁），不属于独立数据源。

监督学习的标签是外部定义的（如人工标注的类别），与输入数据有语义关联但来源独立。

4. 自监督 vs 监督的“标签”本质区别
维度	自监督的伪标签	监督学习的人工标签
来源	数据自身的一部分	人工标注（外部）
生成方式	自动构造（如遮蔽、旋转）	人工定义（如分类体系）
目的	学习通用特征表示	解决具体应用任务
示例	BERT预测[MASK]词	ImageNet图像分类
一句话回答：
自监督的“伪标签”是数据的一部分（如文本中的词、图像的补丁），而监督学习的标签是独立于数据的外部语义定义。两者根本区别在于标签的来源和目的，而非单纯“是否存在标签”。

对比学习
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Visualizing Decision Tree®odels
Plotting the decision boundaries for our logistic regression and decision tree
models, we get the results below. *
* Decision tree has nonlinear boundary, and appears to get 100% accuracy. o

* Let’s calculate the exact accuracy rather than just relying on our eyes to look
at a somewhat complex visualization.
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Decision Trees
A Decision Tree is a very simple way to classify data. It is simply a tree of
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Test Your Understanding

How accurate is our decision tree model on the training data?
* |t seems to get every training point completely correct!
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To test your understanding, what current will our model predict for the top row?
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Modeling Intelligence Aft@Neurons

Early studies of neurons elucidated their basic function.

Dendrite

Axon terminal

Node of
G Ranvier

Schwann cell
Myelin sheath
Nucleus

Today we’ll focus on a model of a neuron developed in 1958 called the
“Perceptron.”

e Invented by Frank Rosenblatt.
o Unlike earlier models, %
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Confusion Matrix e

The Confusion Matrix is a more thorough picture. Gives the count of:

* True negatives (349): Model correctly predicts passenger did not survive.

* False positives (7): Model predicted passenger would survive, but they did not.

* False negatives (118): Model predicted passenger would not survive, but they did.
* True positives (126): Model correctly predicted passenger would survive.

Prediction
o 7
0 1 .
Slo True negative False positive 3 118 -
c (TN) (FP)
'_
1 False negative | True positive L
(FN) (TP) cm_dt = confusion_matrix(df_train["survived"], decision_tree_predictions)
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Key Conceptual Idea
The idea of a neural network is very S|mple We create multlple neuron
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Neural Networks in skle 58

from sklearn.neural_network import MLPClassifier

neural_network_3_1 = MLPClassifier(hidden_layer_sizes = (3), activation = 'logistic’,
solver = 'lbfgs')

neural_network_3_1.fit(df[["x1", "x2"]], df["y"])
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from sklearn.neural_network import MLPClassifier

neural_network_3_1 = MLPClassifier(hidden_layer_sizes = (3), activation =

solver = 'lbfgs')
neural_network_3_1.fit(df[["x1", "x2"]], df["y"])

= 'logistic"',
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Predict any part of the input from any
other part.
Predict the future from the past.

Predict the future from the recent past.
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Predict the past from the present.

Predict the top from the bottom.

Predict the occluded from the visible
Pretend there is a part of the input you « Past Present Future —
don’t know and predict that. Slide: LeCun

(Famous illustration from Yann LeCun)




image148.png
Images

X

Distorted
images

Representations
(for transfer tasks)

n
Embeddings

T~T

\_'_J

vB

fo
=g

Encoder  Projector

} N

Empirical Target
cross-cor. cross-corr.

I

dimension




image7.wmf

oleObject2.bin

image8.wmf

oleObject3.bin

image9.wmf

oleObject4.bin

image10.wmf

oleObject5.bin

image11.wmf

image12.png
S @ O |@ wmmsw X | © wmewEsmEE X | U ensemble X | @ DeepSeek-#R= x | @ LogisticRegress X | Wi MBATE#EE X | Part4Z=®E x W Part3mIiEE X  +

G | © htipsy/livestudy.163.com/live/indexhtml?courseld=1001362258lesson=106630364&type=1 » & ) B @ B = %

ey

BRSERE = o2 pansmmesa

2AE ER

e

Quick note: Another common curve plotted is a “ROC” curved.
* Y-axis: Recall (often called the “True Positive Rate” on a ROC curve).
* X-axis: 1 — Specificity (often the “True Negative Rate” on a ROC curve).
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We can generate a precision-recall curve in sklearn easily:
* As T increases (top left), precision increases, but recall decreases.

precision, recall, thresholds = precision_recall_curve(df_train["survived"], 1lm_probabilities[:, 1])
plt.plot(recall, precision, '*")

Suppose we are working
on a real problem where
precision is the most
important metric.

precision
(@]
ul

What T would you pick

out of the ones shown 0.0
on the right? 0.00 0.25 0.50 0.75 1.00
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Explainability vs. Acy

Folk wisdom suggests that explainable models tend to be less accurate. For
example, Rajat Harlalka created the following diagram:

ML Algorithmic Trade-Off
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Unearogitc
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https://hackernoon.com/choosing-the-right-machine-learning-algorithm-68126944ce1f
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Adjusting Complexity -

In lec3 and hw3, we adjusted complexity by adjusting the number of features
provided to a Linear Regression Model.

< Underfitting Overfitting >

Error/sensitivity

Model “complexity”

(e.g., number of features)
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