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wenjie.zhang@unsw.edu.au # 摘要 大语言模型（LLMs）在各类任务中表现卓越，但在深度复杂推理和知识密集型任务中仍存在幻觉问题与相关知识缺失的局限。知识图谱（KGs）以结构化形式承载海量事实，为推理提供了可靠的知识来源。然而现有基于KG的LLM推理方法在处理多跳推理、多实体问题及有效利用图结构方面面临挑战。为此，我们提出图路径推理框架（PoG），通过整合KG中的知识推理路径来增强LLM推理能力，提升输出的可解释性与可信度。PoG采用三阶段动态多跳路径探索机制，将LLM的固有知识与KG事实知识相结合，有效解决多跳多实体问题。为提高效率，PoG首先对图谱探索进行无关信息剪枝，创新性地引入融合图结构、LLM提示和预训练语言模型（如SBERT）的三步剪枝技术，显著缩小候选路径范围，确保所有推理路径均包含从KG提取的高相关性信息，使推理过程兼具可信性与可解释性。PoG首次创新利用图结构过滤噪声，成为首个在KG上实现多实体深度路径检测以支持LLM推理的方法。在五个KGQA基准数据集上的实验表明，PoG在GPT-3.5-Turbo和GPT-4上均超越当前最优方法ToG，平均准确率提升达。值得注意的是，采用GPT-3.5-Turbo的PoG甚至超越采用GPT-4的ToG，最高优势达。 *通讯作者。 允许出于个人或课堂使用目的，以数字或硬拷贝形式复制本作品全部或部分内容，且无需支付费用，但须满足以下条件：复制件不得用于直接或间接的商业盈利目的；所有复制件须在首页显著位置标注本声明及完整引用信息。对于作品中非作者版权所有部分，使用者须尊重其原有版权。允许在注明出处的前提下进行文摘摘录。如需以其他方式复制、重新发布、上传至服务器或通过列表进行分发，必须事先获得特定许可并/或支付相关费用。许可申请请发送至permissions@acm.org。 WWW ’25，澳大利亚新南威尔士州悉尼 © 2025 版权归所有者/作者所有。出版权经许可授予ACM。
ACM ISBN 979-8-4007-1274-6/25/04 https://doi.org/10.1145/3696410.3714892 # CCS概念 - 信息系统  问答系统 # 关键词 大语言模型；知识图谱；知识图谱问答；检索增强生成 # ACM 参考文献格式： 谭星宇、王晓阳、刘清、徐希伟、袁鑫和张文杰。2025。《基于路径覆盖的知识图谱增强大语言模型推理》。收录于《2025年ACM网络会议论文集》（WWW ’25），2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼市。ACM出版社，美国纽约州纽约市，共18页。https://doi.org/10.1145/3696410.3714892 # 1 引言 大型语言模型（LLMs）在各种任务中展现出卓越性能[4,6,8,16,41]。这些模型通过扩展到数十亿参数并在海量多样化无标注数据上进行训练[33,41]，充分利用了预训练技术。尽管能力令人印象深刻，LLMs仍面临两大公认挑战：其一，处理复杂任务时难以进行深度可靠的推理[19,32,39]；其二，高昂的训练成本导致模型难以及时更新最新知识[37,46]，当回答需要训练数据未包含的专业知识问题时容易出错。例如图1(a)所示，尽管GPT等模型能针对知识性问题生成合理回答，但由于信息过时或基于LLM固有知识库（KB）的推理幻觉，这些答案可能是错误的。 为解决错误推理和知识缺口的问题，计划-检索-应答方法被提出[25, 27, 54]。该方法提示大语言模型将复杂推理任务分解为一系列子任务，形成计划框架，同时检索外部知识库以解答计划中的每个步骤。然而，这种方法仍存在过度依赖大语言模型推理能力而非检索知识可信度的问题：生成的推理步骤虽能指导信息筛选，但答案选择依据的是大语言模型对检索知识的解读，而非该选择是否能导向正确可信的答案。 三五零五 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 [image: images/3ef8c49a2b6412865edc61f5c0dfe64ac42585a32ea0f73c39bf8102f2192f29.jpg]
图1：四种LLM推理范式的代表性工作流程 为解决这些挑战，整合知识图谱（KGs）等外部知识源成为增强大语言模型推理能力的有效方案[26, 27, 29, 37]。知识图谱以结构化形式提供丰富的事实知识，是提升大语言模型能力的可靠资源。知识图谱问答（KGQA）作为评估知识图谱与大语言模型融合的方法，要求机器通过从知识图谱中检索相关事实来回答自然语言问题。这类方法通常包含两个步骤：（1）从问题中识别初始实体；（2）迭代检索并优化推理路径直至获得充分证据。尽管已取得成效，现有方法仍面临多跳推理问题处理、多主题实体问题应对以及图谱结构信息高效利用等挑战。 挑战1：多跳推理问题。现有方法[15, 28, 37, 50]（如图1(b)所示的ToG模型）通常从每个主题实体出发进行探索，由大语言模型选择相连的知识三元组（如”法国-位于-欧洲”）。该过程依赖大语言模型对这些三元组的固有理解。然而，仅关注单跳邻居可能导致看似合理实则错误的答案，并过早排除正确结果，尤其在需要多跳推理的场景下。此外，多跳推理会带来显著计算开销，在稠密大规模知识图谱中实施高效剪枝至关重要。 挑战2：多实体问题。如图1(b)所示，现有工作[15,28,37,50]通常独立探索每个主题实体的知识图谱。当问题涉及多个实体时，这些 实体在独立的步骤中被检查，而没有考虑它们之间的相互联系。这种方法可能导致候选集中存在大量与问题中其他实体无关的无关信息，从而产生次优的结果。 挑战3：利用图结构。现有方法[7, 13, 46]在处理检索到的子图时常常忽略其固有的图结构。例如，图1(c)中的MindMap模型利用LLM从KG三元组生成文本格式的子图，将其转换为图描述后反馈给LLM以生成答案。这种文本化方法忽略了图固有的结构信息，在处理大型图时可能导致LLM不堪重负。此外，在KG信息选择过程中，大多数方法通过将三元组输入LLM来进行上下文学习，忽略了整体图结构。 贡献。本文提出了一种新方法——图路径覆盖（PoG）。与以往利用知识三元组进行检索的研究[28,37]不同，PoG采用包含长推理链中所有主题实体的知识推理路径作为大语言模型的检索增强输入。知识图谱中的路径作为逻辑推理链，提供了图谱支持的、可解释的推理逻辑，解决了特定知识背景缺失和不可信推理路径相关问题。 为解决多跳推理问题，如图1(d)所示，PoG首先进行问题分析，从问题中提取主题实体。利用这些主题实体，它将复杂问题分解为子问题，并生成一个称为”规划”的大语言模型思维指示器。该规划不仅作为回答策略，还预测答案与各主题实体间的隐含关系深度。随后从预测深度出发探索多跳路径，实现动态搜索过程。以往采用规划的方法通常需从头检索信息，这常使大语言模型混淆于基于源邻域的语义信息。相比之下，我们的方法确保大语言模型遵循能直接导向答案的精确推理路径。 为解决多实体问题，PoG采用三阶段探索流程遍历从检索问题子图中获取的推理路径。所有路径必须按大语言模型思维指示器中出现的相同顺序包含全部主题实体。就知识图谱中的推理路径而言，所有路径本质上都具有逻辑性与可信性。每条路径都可能包含一个潜在答案，并作为可解释的推理逻辑存在。该探索过程同时利用了大语言模型与知识图谱的固有知识。 为有效利用图结构，PoG通过将主题实体扩展至最大深度邻居来捕获问题子图，并应用图聚类与约简技术以降低图搜索成本。在路径剪枝阶段，我们从海量候选答案中筛选可能正确的选项。所有探索路径均经过三步束搜索剪枝，融合图结构、大语言模型提示与预训练语言理解模型（如BERT）以确保效果与效率。此外受思维图谱（GoT）[4]启发，为减少大语言模型幻觉，PoG在评估答案前会提示大语言模型对获取的Top-条路径进行汇总，其中为用户在路径剪枝阶段定义的最大宽度。综上所述，PoG的优势可概括为： 三五零六 图径推理：知识图谱赋能大语言模型 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 - 动态深度搜索：在大型语言模型引导下，PoG动态从知识图谱中提取多跳推理路径，增强大模型在复杂知识密集型任务中的能力。 - 可解释且可信的推理：通过利用高度问题相关的知识路径，PoG提升了大型语言模型推理的可解释性，增强了模型生成内容的可信度与问题关联性。 - 基于图结构的高效剪枝：PoG在知识图谱和推理路径中集成高效剪枝技术，以降低计算成本，减少由无关噪声引发的大语言模型幻觉，并有效缩小候选答案范围。 - 灵活性与高效性：
a) PoG作为即插即用框架，可无缝适配各类大语言模型（LLM）与知识图谱（KG）。
b) PoG通过知识图谱实现高频知识更新，避免了大语言模型昂贵且缓慢的更新过程。
c) PoG在准确率仅波动±2%的前提下，将大语言模型的token消耗降低50%以上，性能媲美最佳策略。
d) PoG在所有测试的KGQA数据集上均取得最先进成果：使用GPT-3.5和GPT-4时平均准确率比强基线ToG高出18.9%。尤为突出的是，采用GPT-3.5的PoG可比GPT-4版ToG实现最高23.9%的准确率优势。 # 2 相关工作 基于知识图谱的大语言模型推理。知识图谱（KG）提供的结构化知识对与大语言模型（LLM）的融合具有重要价值[29]。早期研究[25,27,30,52]在预训练或微调阶段将KG知识嵌入神经网络，但这会降低可解释性并阻碍知识高效更新[29]。近期方法通过将相关知识转化为文本提示来结合KG与LLM，但常忽略结构信息[29,46]。前沿工作[17,28,37]让LLM直接从初始实体出发探索KG，通过迭代检索和优化推理路径，直到LLM判定增强知识足够充分。然而这些方法因从单一顶点出发且忽视问题在KG结构中的位置，未能利用多主题实体及多实体路径提供的可解释性优势。 基于大语言模型提示的推理。大语言模型通过有效的提示策略在解决复杂任务方面展现出巨大潜力。思维链（CoT）提示[45]通过在少样本学习中遵循逻辑步骤来增强推理能力。Auto-CoT[53]、Complex-CoT[10]、CoT-SC[44]、零样本CoT[21]、ToT[48]和GoT[4]等方法均在此基础上进行了扩展。然而，这些方法通常仅依赖训练数据中的知识，限制了其处理知识密集型或深度推理任务的能力。为解决这一问题，部分研究采用计划-检索方法（如CoK[25]、RoG[27]和ReAct[49]）整合外部知识库，将复杂问题分解为子任务以减少幻觉现象。但这些方法可能聚焦于子问题的初始步骤而忽视最终答案的后续推导，导致局部最优而非全局最优解。针对深度推理挑战，我们提出动态多跳问题推理机制，通过自适应确定不同问题的推理深度，使模型能有效应对多变的复杂度。 KG信息剪枝。图被广泛用于建模不同实体间的复杂关系[22, 23, 35, 40]。知识图谱 包含大量事实[14, 42, 47]，由于高昂成本和潜在噪声[43]，将所有相关三元组纳入大语言模型上下文并不现实。现有方法[17, 28, 37]通常先识别初始实体，再迭代检索推理路径直至获得答案，往往将大语言模型视为函数执行器，依赖上下文学习或微调，成本较高。部分研究尝试降低剪枝成本：KAPING[2]将问题与三元组投射至同一语义空间，通过相似度度量检索相关知识；KG-GPT[20]则分解复杂问题，将子问题与关系进行匹配筛选以构建证据三元组。但这些方法常忽略整体图结构及多主题实体间关联，导致剪枝与推理性能欠佳。 # 3 初步准备 考虑一个知识图谱（KG），其中、和分别表示实体集合、关系集合和知识三元组集合。每个知识三元组封装了中的事实知识，并表示为，其中且。给定一个实体子集，其诱导子图记为，其中，且。此外，我们用和分别表示每个实体和每个关系的简短文本描述集合。例如，实体”m.0f8l9c”的文本描述为$\mathcal{D}("m.0f8l9c")=$“法国”。为简化表述，本文中所有实体和关系均通过其表示引用并转换为自然语言形式。 定义1（推理路径）。给定知识图谱，其中的推理路径定义为知识三元组的有序连通序列，表示为：路径，其中表示路径中第个三元组，表示路径长度，即长度。 例1. 考虑知识图谱中”大学”与”学生”之间的推理路径：路径(大学, 学生) = { (大学, 雇佣, 教授), (教授, 教授, 课程), (课程, 选修, 学生) }，可可视化表示为： 大学  教授  课程  学生。 这表明一所“大学”聘用了一位“教授”，教授讲授一门“课程”，而一名“学生”选修了该课程。路径长度为3。 对于知识图谱  中的任意实体  和 ，若存在推理路径连接  与 ，则称  和  可相互到达，记作 。实体  与  在  中的距离  定义为两者间最短推理路径的长度。对于不可达的实体节点，其距离值为无穷大。给定正整数 ，实体  在  中的  跳邻域定义为 。 定义2（实体路径）。给定知识图谱和实体列表，其实体路径定义为连通推理路径序列，记作。 三五零七 WWW ’25，2025年4月28日-5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 [image: images/74d41b8e335936b6a626910e11a436a55681a6532de431bf34dc86efea57af67.jpg]
图2：PoG架构概览。探索阶段：初始化后（详见图3），模型通过三个探索阶段从中检索实体路径。路径剪枝：PoG在每个探索阶段后采用三步束搜索对路径进行剪枝。问答阶段：剪枝后的路径随后被评估用于问题解答。若这些路径未能完整回答问题，模型将继续探索更深层路径直至达到或转入下一探索阶段。 知识图谱问答（KGQA）是基于知识图谱的核心推理任务。给定自然语言问题和知识图谱，其目标是设计函数，利用中封装的知识预测答案，即。与先前研究[27, 28, 36, 37]一致，我们假设问题中提及的主题实体和标准答案中的答案实体均已链接至中的对应实体，即且。 # 4 方法 PoG通过首先探索所有可能的可信推理路径，随后与大型语言模型协作对检索路径进行三步束搜索选择，实现了”基于知识图谱的大语言模型推理”。相较于先前方法[28,37]，我们的模型着重于提供更精准且与问题相关的检索论证图谱信息。如图2所示，PoG框架包含四个主要组成部分。 - 初始化。该过程首先从问题输入中识别主题实体集合，随后通过从每个主题实体出发探索最多跳来查询源知识图谱，构建证据子图，其中为用户定义的最大探索深度。接着，我们提示大语言模型（LLM）分析问题并生成一个指示符，该指示符将作为答案生成过程的策略，并预测探索深度。 - 探索。初始化后，模型通过三个阶段从中检索主题实体路径：主题实体路径探索、LLM补充路径探索以及节点扩展 探索。所有推理路径的深度范围被限制在内。 - 路径剪枝。每次探索阶段后，PoG采用预训练语言模型、大语言模型提示和图结构分析进行三步束搜索，随后在问答环节中对剪枝后的路径进行评估。 - 问题回答。最后，提示大型语言模型（LLM）评估剪枝后的推理路径是否足以回答问题。若不足，则逐步深入探索更深层路径，直至超过或进入下一探索阶段。 # 4.1 初始化 初始化包含两个主要阶段，即问题子图检测与问题分析。框架结构如图3所示。 问题子图检测。给定一个问题，PoG首先识别问题子图，该子图包含的所有主题实体及其跳邻居。 主题实体识别。为了识别相关子图，PoG首先利用LLM从问题中提取潜在的主题实体。识别完成后，该过程应用基于BERT的相似度匹配将这些潜在实体与知识图谱中的实体对齐。具体而言，如图3所示，我们将关键词和知识图谱中的所有实体编码为密集向量嵌入和。随后计算这些嵌入之间的余弦相似度矩阵以确定匹配项。对于每个关键词，选择相似度得分最高的实体构成集合。该集合将作为后续步骤中构建问题子图的基础。 三五零八 图径推理：知识图谱赋能大语言模型 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 [image: images/bb8ac572ce115805091dedc1e0dde93dbd0164c09ab418ab815b957c36f63c32.jpg]
图3：初始化阶段概述。输出1：模型从输入问题中识别主题实体，并提示大语言模型将问题分解为子问题，同时生成指示符。该指示符概述了答案构建策略并预测探索深度。输出2：模型从识别出的主题实体出发，在源知识图谱上执行最多跳查询，构建并剪枝证据子图。 子图检测。在识别主题实体后，PoG通过围绕Topic(q)中每个实体进行扩展，捕获诱导子图。针对每个实体，我们检索其跳邻居关联的知识三元组，从而将查询相关且忠实于KG的信息整合到中。在此过程中，我们用新添加的中间节点更新，这些节点充当主题实体间的桥接路径。最终生成的子图定义为，其中包含Topic(q)及集合，有效连接限定跳数范围内的所有相关实体及其连通路径。为与KG交互，我们使用附录D详述的预定义SPARQL查询。 图剪枝。为高效管理信息冗余并降低计算成本，我们在问题子图上实施图剪枝策略，结合节点关系聚类与图约简技术。如图3所示，通过将多个节点及其关系压缩为超节点（聚合原始实体与连接信息）实现节点关系聚类。针对图约简，我们采用双向BFS算法识别连接主题实体的所有路径，基于这些路径重构仅包含相关连接的诱导子图，有效剔除与主题实体关联性弱的节点和关系。 问题分析。为减少大语言模型（LLM）中的幻觉现象，问题分析阶段被划分为两部分，并通过基于示例的提示（见附录E）在单次LLM调用中执行。首先，复杂问题会根据已识别的主题实体被分解为若干更简单的问题，每个子问题聚焦于这些实体与潜在答案的关系。通过协同解决这些简化问题，可引导LLM更准确地回答原始查询，从而降低幻觉产生。其次，系统会生成一个LLM指示器，该指示器封装所有主题实体，并基于原始问题衍生的单一思维链预测答案位置。此指示器着重呈现实体间的关联性与推理顺序。 在实体与答案之间。基于此，计算出一个预测深度，定义为预测答案与每个主题实体之间的最大距离。图3展示了一个预测深度为2的问答分析示例。 # 4.2 探索 如第1节所述，识别覆盖所有主题实体的推理路径对获得准确答案至关重要。这些路径构成了可解释的思维链，既提供答案又呈现推导步骤，我们称此特性为可解释性。为高效精准地优化此类路径的发现过程，探索流程被划分为三个阶段：主题实体路径探索、大语言模型补充路径探索和节点扩展探索。每阶段结束后执行路径剪枝与问答验证，若发现充分路径则终止流程，否则进入下一阶段继续探索。由于篇幅限制，探索环节的伪代码详见附录A.1。 主题实体路径探索。为减少大语言模型使用和搜索空间，PoG从预测深度而非最大深度开始探索。利用问题子图、主题实体、大语言模型指示器和，PoG通过迭代调整探索深度来识别包含所有主题实体的推理路径。中的实体根据排序以有效辅助推理。从预测深度出发，我们采用双向BFS算法推导所有潜在实体路径，其定义为：

其中 。为降低复杂度，系统采用剪枝策略，基于  及第4.1节拆分的问题选取前  条路径进行充分性验证。若验证不足，则递增  直至达到 ，随后进入下一阶段。 三五零九 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 LLM补充路径探索。传统基于KG的LLM推理常会重述KG事实而未能利用LLM的固有知识。为此，PoG通过提示LLM基于路径理解及其隐含知识生成预测，提供额外相关洞见。该方法首先生成预测实体的新LLM思维指标，再通过文本相似度验证其与的匹配性。随后构建补充实体列表，并按排序以有效辅助推理。最后在证据KG 中以固定深度从推导出补充路径：

其中 。这些带有新指示符的路径会以类似于主题实体路径探索阶段的方式进行评估，提示模板详见附录E。 节点扩展探索。若先前阶段无法生成足够路径，PoG将执行节点扩展。与以往方法[28,37]分别探索关系和实体的做法不同，PoG通过同步探索两者，利用更清晰的语义信息实现与现有路径的轻松整合。探索过程中，PoG在知识图谱中通过1跳邻居扩展未访问实体，将新三元组合并至现有路径形成新路径，随后执行剪枝与评估。 # 4.3 路径剪枝 如第2节所述，知识图谱包含海量事实，由于高昂成本，将所有相关三元组纳入大语言模型上下文并不现实。为应对这一复杂性并降低大语言模型开销，我们采用三步束搜索进行路径剪枝。对应伪代码详见附录A.2。 模糊选择。考虑到生成的路径中只有一小部分是相关的，我们束搜索的初始步骤通过集成预训练语言模型（如SentenceBERT [34]）进行模糊选择，以快速过滤不相关的路径。如图2所示，我们将LLM指示器（或）和所有推理路径编码为向量嵌入，分别表示为和，并计算它们之间的余弦相似度。选择相似度得分最高的前条路径进行进一步评估。 精确路径选择。在初始模糊选择之后，候选路径的数量减少至。此阶段，我们引导大语言模型筛选出最可能包含正确答案的前条推理路径。具体用于指导大语言模型进行筛选的提示词详见附录E。 分支缩减选择。考虑到路径通常以自然语言表示且可能非常冗长，导致大型语言模型处理成本高昂，我们实施了一种与图结构相结合的分支缩减选择方法。该方法通过进一步优化路径选择，有效平衡了效率与准确性。从开始，对于实体列表中的每个实体，我们从候选路径集的每条路径中提取前步路径，形成新集合。若的数量超过预设最大宽度，则通过精确路径选择进行剪枝。该过程迭代进行，直至中的路径数量达到。例如图2所示，当时，仅保留初始步路径（绿色标注部分） 被提取以供进一步检查，而虚线表示的路径则被剪除。这种选择方法通过限制令牌数量并确保推理路径的相关性和简洁性，实现了高效的迭代选择。 束搜索策略。基于上述三种路径剪枝方法，PoG能够支持从完全不依赖到完全依赖LLM的各种束搜索策略。这些策略可通过用户友好的方式进行选择，从而根据任务的具体需求灵活调整。我们在附录A.2的算法2中定义了四种此类策略。 # 4.4 问答系统 基于第4.3节中的剪枝路径，我们引入了一种两步问答方法。 路径摘要。为解决因路径文本过多或错误导致的幻觉问题，我们开发了一种摘要策略，通过提示大语言模型（LLM）审阅并提取所提供路径中的相关三元组，从而创建简洁且重点突出的路径。所用提示的详细信息见附录E。 问题解答。基于路径剪枝与总结所得的当前推理路径，我们提示大语言模型首先评估这些路径是否足以回答拆分问题及主问题。若评估结果为肯定，则引导大语言模型利用这些路径（结合问题文本及问题分析结果作为输入）生成答案，如图2所示。评估与生成的详细提示模板参见附录E。若评估结果为否定，则重复探索流程直至完成。当节点扩展探索达到深度限制仍未获得满意答案时，大语言模型将综合外部提供知识与内部固有知识生成响应。更多提示细节详见附录E。 # 5 实验 实验设置。我们在五个知识图谱问答数据集上评估PoG，即CWQ[38]、WebQSP[51]、GrailQA[12]、SimpleQuestions[31]和WebQuestions[3]。PoG与不使用外部知识的方法（IO、CoT[45]、SC[44]）以及使用外部知识的最先进（SOTA）方法进行比较，包括基于提示和基于微调的方法。所有数据集均以Freebase[5]作为背景知识图谱。实验使用两种大型语言模型（GPT-3.5-Turbo和GPT-4）进行。遵循先前研究，我们采用精确匹配准确率（Hits@1）作为评估指标。由于篇幅限制，详细的实验设置（包括数据集统计、基线方法和实现细节）见附录C。 PoG设置。我们采用附录A.2算法2中的模糊+精确路径选择策略，其中模糊选择的权重。此外，我们提出PoG-E方法，通过从聚类问题子图的每条边随机选取一个关系，评估图结构对基于知识图谱的大语言模型推理的影响。默认情况下，束搜索的和参数均设为3。 # 5.1 主要结果 由于PoG利用外部知识来增强LLM的推理能力，我们首先将其与其他利用外部知识的方法进行比较。尽管PoG是一种无需训练、基于提示的方法 3510 图径推理：知识图谱赋能大语言模型 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 表1：PoG在不同数据集上的结果，与监督学习（SL）和上下文学习（ICL）方法中的最先进技术（SOTA）对比。ICL方法的最高分以粗体标出，次优结果以下划线标示。Prior FT（微调）SOTA包含通过监督学习取得的最佳已知结果。
	方法
	类别
	大语言模型
	多跳知识图谱问答
	单跳知识图谱问答简单问题
	开放域问答网络问题

	
	
	
	CWQ
	WebQSP
	GrailQA
	
	

	无外部知识

	IO提示[37]
	-
	GPT-3.5-Turbo
	37.6
	63.3
	29.4
	20.0
	48.7

	思维链[37]
	-
	GPT-3.5-Turbo
	38.8
	62.2
	28.1
	20.3
	48.5

	自洽性[37]
	-
	GPT-3.5-Turbo
	45.4
	61.1
	29.6
	18.9
	50.3

	使用外部知识

	先前微调SOTA
	监督学习
	-
	70.4[9]
	85.7[27]
	75.4[11]
	85.8[1]
	56.3[18]

	KB-BINDER[24]
	上下文学习
	Codex
	-
	74.4
	58.5
	-
	-

	ToG/ToG-R[37]
	上下文学习
	GPT-3.5-Turbo
	58.9
	76.2
	68.7
	53.6
	54.5

	ToG-2.0[28]
	上下文学习
	GPT-3.5-Turbo
	-
	81.1
	-
	-
	-

	ToG/ToG-R[37]
	上下文学习
	GPT-4
	69.5
	82.6
	81.4
	66.7
	57.9

	PoG-E
	上下文学习
	GPT-3.5-Turbo
	71.9
	90.9
	87.6
	78.3
	76.9

	PoG
	上下文学习
	GPT-3.5-Turbo
	74.7
	93.9
	91.6
	80.8
	81.8

	PoG-E
	上下文学习
	GPT-4
	78.5
	95.4
	91.4
	81.2
	82.0

	PoG
	上下文学习
	GPT-4
	81.4
	96.7
	94.4
	84.0
	84.6


与基于评估数据微调的方法相比，其存在天然劣势。如表1所示，采用GPT-3.5-Turbo的PoG仍在多数数据集上实现了最新SOTA性能。此外，GPT-4驱动的PoG在所有多跳和开放域数据集上平均超越微调SOTA方法，在WebQuestions数据集上最高提升达。对比所有上下文学习（ICL）方法，GPT-3.5-Turbo版PoG全面超越了既往SOTA方案。当将GPT-3.5-Turbo版PoG与基于GPT-4的SOTA对比时，前者平均领先，在WebQuestions数据集上优势最大达。使用相同大语言模型时，PoG展现出显著提升：采用GPT-3.5-Turbo时，其在WebQuestions数据集上平均超越SOTA，最高达；采用GPT-4时平均优势，WebQuestions数据集上最大领先。此外，GPT-3.5-Turbo版PoG在GrailQA和Simple Questions数据集上分别以和的优势碾压无外部知识的方法（如IO、CoT、SC提示）。这些结果表明，引入外部知识图谱能显著增强推理任务性能。PoG-E同样表现优异：在GPT-4支持下，其平均超越所有ICL类SOTA方法，WebQuestions数据集上最大优势达。这些发现印证了图结构对推理任务（尤其是复杂逻辑推理）的关键作用。通过整合问题在图中的结构信息，PoG增强了大语言模型的深度推理能力，从而实现了卓越性能。 # 5.2 消融研究 我们进行了多项消融研究，以理解PoG中不同因素的重要性。这些消融研究使用GPT-3.5-Turbo在CWQ和WebQSP测试集的两个子集上进行，每个子集包含500个随机抽样的问题。 搜索深度重要吗？如前所述，PoG的动态深度 [image: images/6a68dbe8b8268b7dcf2a298aa5accd0317e93fbaea50b69cb885b97c972001b4.jpg]
[image: images/98653a2150192cd2aa981a4df0cfac770e251948fc6e132109b50c72b1dd162b.jpg]
1. CWQ（变化 ） [image: images/1c7cd79a2826f7457679081f663616f590574f48ad35766befdc057ac06c16d6.jpg]
1. CWQ（PoG） [image: images/7c1f88bb4f6ad0915270ce96a27479e73c010a2c4a45d0c9a40bce2b9b8c41d4.jpg]
1. WebQSP（变化 ）
1. WebQSP（基于图的路径） 图4：在不同下，PoG和PoG-E在CWQ和WebQSP数据集上的准确率对比。 搜索受到的限制。为评估对性能的影响，我们进行了深度1至4的实验。图4(a)和(c)结果显示，性能随深度增加而提升，但超过深度3后增益递减。图4(b)和(d)展示了答案生成的探索阶段分布，表明更高深度会降低基于LLM的路径补充和节点探索效果。过度深度会导致LLM幻觉并增加长推理路径的管理难度。因此我们将实验最大深度设为3，以平衡性能与计算效率。值得注意的是，即使在较低深度，PoG仍能通过有效结合LLM固有知识与KG结构化信息保持强劲性能。 三千五百一十一 WWW ’25，2025年4月28日-5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 表2：PoG和PoG-E在所有数据集的多实体和单实体问题上的性能表现。符号“-”表示该数据集中无多实体问题。
	问题集
	CWQ
	WebQSP
	GrailQA
	WebQuestions
	简单问题

	PoG（GPT-3.5-Turbo版）

	单实体
	70.3
	93.9
	92.1
	81.7
	78.3

	多实体
	80.2
	93.1
	70.7
	82.8
	-

	PoG-E（GPT-3.5-Turbo版）

	单实体
	67.5
	91
	88.2
	76.8
	80.8

	多实体
	77.5
	82.8
	76.0
	82.8
	-


· 表3：图规模缩减示意图。
	
	CWQ
	WebQSP
	GrailQA
	WebQuestions

	平均实体数量
	3,540,267
	243,826
	62,524
	240,863

	剪枝后平均实体数量
	1,621,055
	182,673
	30,267
	177,822

	平均实体缩减比例 (%)
	54%
	25%
	52%
	26%


· [bookmark: 有效性评估]5.3 有效性评估
· 多实体问题的有效评估。为评估PoG在多实体问题上的表现，我们根据主题实体数量对问题分类，报告所有测试集的准确率。如表2所示，尽管多实体问题比单实体问题更复杂，PoG仍保持优异准确率，在WebQSP数据集上最高达。这凸显了我们基于结构的模型在处理复杂多实体查询时的有效性。值得注意的是，GrailQA数据集上略低的性能可归因于部分问题缺乏匹配的主题实体，导致无法有效利用知识图谱进行推理。 多跳推理的有效评估。为评估PoG在多跳推理任务上的表现，我们根据问题的真实SPARQL查询长度进行分类准确率分析。从CWQ和WebQSP数据集中随机抽取1,000个问题，通过统计其真实SPARQL查询中的关系数量确定每个问题的推理长度。图5展示了不同推理长度问题的分布情况。我们通过比较PoG与PoG-E在不同真实查询长度下的表现，来理解它们在多样化查询复杂度下的有效性。如图6所示，PoG与PoG-E在不同推理长度下均保持稳定性能。即使在WebQSP数据集中最长的推理层级，PoG仍能保持高达的优异准确率。值得注意的是，虽然部分问题的真实长度达到八跳以上，但PoG无需完全匹配真实长度即可成功解决，这证明其能有效结合LLM的固有知识与KG结构化信息来探索新路径。这些结果充分证明了PoG处理复杂多跳推理任务的有效性。 图结构剪枝。为评估第4.1节提出的图剪枝方法有效性，我们从各数据集中随机抽取200个样本进行实验。表3展示了剪枝前后每个问题的平均实体数量及实体减少比例。结果表明，CWQ数据集中最高可达54%的实体可被 [image: images/0e1eab0b4e0cb8724c37bca58670ee8cef1882461b6965b8da2395e6681d2c00.jpg]
图5：CWQ和WebQSP数据集中真实SPARQL查询的长度分布 [image: images/acfc5aa82f429329be0d1dfcdee4ce7be85031c41d892bd93a5461bfba6ebd27.jpg]
1. 连续工作质量 [image: images/e489d83b9d83c5b026529564f2dd0206e306a954382fb3fc28420e1fe6d1c709.jpg]
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输出：PoG答案 ，最终推理路径 
/* 从主题实体路径探索开始 */
1  重排序 

2 当  时执行
3  实体路径查找 
4 
5 答案,  问题回答 
6 如果 {“Yes”} 在答案中则返回 答案, 
7 否则 
/* 大语言模型补充路径探索流程 */
8 
9 预测  补充预测 
10 对每个  预测  执行
11  重排序 
12  实体路径查找 
13  路径  模糊选择 
14 路径剪枝 
15 答案,  问题回答 
16 如果 {“Yes”} 在答案中则返回 答案, 
/* 节点扩展探索流程 */
17 已访问 

 
18 路径剪枝 
19 当  时执行
20 对每个  提取实体  执行
21 相关边  查找_1_跳边(G,e);
22  合并 
23 路径剪枝 
24 答案,  问题回答 
25 如果 {“Yes”} 在答案中则返回 答案, 
26 否则 已访问  已访问 U e; 
27  
28 路径剪枝 
29 答案,  最终问题回答 
30 返回 答案,  # A.2 路径剪枝 我们将4.3节详述的路径剪枝完整算法流程总结如算法2所示。 算法2：路径剪枝 候选路径 ，问题及拆分问题 ，指示符 (I)，最大宽度 ，最大深度 ，实体列表 (list)
输出：剪枝后的候选路径 
1 若 情况  仅模糊选择 则 模糊选择 。
3 否则若 情况  模糊精确路径选择 则 模糊选择 。精确路径选择 。
6 否则若 情况  模糊分支缩减选择 则 模糊选择 。分支缩减选择 。
9 否则若 情况  模糊分支缩减精确路径 则 /* 情况  步束搜索 */ 模糊选择  分支缩减选择 。精确路径选择 。
12 过程 分支缩减选择 
13 ，路径集合 。
14 当  时 对列表中的每个实体 e 执行 路径集合  路径集合 ∪ 提取头部步骤 。若  则 精确路径选择 。候选路径  交集匹配更新 。路径集合 。。
22 若  则 精确路径选择  3514 图径推理：知识图谱赋能大语言模型 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 # B 实验 # B.1 补充消融研究 比较不同束搜索策略的效果。如第4.3节所述，PoG支持从完全不依赖到完全依赖大语言模型（LLMs）的多种束搜索策略，可通过用户友好方式选择。为评估计算成本与性能，我们测试了算法2中概述的四种情况。在三步束搜索案例中，设置内部缩窄参数。模糊选择方法（如第4.3节所述）利用所有候选路径和LLM生成的指示符进行编码比较。我们将PoG与PoG-E应用各束搜索策略时的准确率、LLM平均调用总量及路径剪枝阶段的平均输入token数汇总于表4与表5。结果表明：采用模糊与精确路径选择的PoG/PoG-E达到最高准确率。此外，利用图结构的BranchReduced选择方法不仅表现优异，相比最佳策略在PoG（PoG-E）上仅存在（±4.3%）准确率差异，还能减少超过（65%）的token消耗。而采用轻量级模型替代纯LLM依赖的模糊选择方法同样展现出强劲性能。这些结果验证了我们束搜索策略的有效性，并凸显了基于结构的可信路径推理的重要性。 表4：PoG在不同波束搜索方法下在CWQ和WebQSP上的性能对比
	PoG
	评估指标
	CWQ
	WebQSP

	模糊选择
	准确率
	57.1
	86.4

	
	输入token数
	-
	-

	
	大模型调用次数
	6.8
	6.5

	模糊+分支精简选择
	准确率
	79.3
	93.0

	
	输入token数
	101,455
	328,742

	
	大模型调用次数
	9.7
	9.3

	模糊+精确路径选择
	准确率
	81.4
	93.9

	
	输入token数
	216,884
	617,448

	
	大模型调用次数
	9.1
	7.5

	3步束搜索
	准确率
	79.8
	91.9

	
	输入token数
	102,036
	369,175

	
	大模型调用次数
	8.8
	9.0


摘要提示如何产生影响？受GoT[4]启发，我们利用摘要提示来减少大语言模型的幻觉并降低计算成本。为评估其效果，我们通过消融实验对比了使用路径摘要与未使用的PoG和PoG-E模型。在路径剪枝阶段，我们同时测量了LLM API的准确率和平均输入token量以评估效率与效果。表6所示结果表明：在CWQ数据集上，PoG-E结合图摘要可使准确率最高提升；在WebQSP数据集上则能减少高达的token输入。这些数据证明路径摘要能有效抑制LLM幻觉，增强LLM对探索路径的理解，辅助答案检索，实现更早终止推理过程并降低成本。 表5：PoG-E在CWQ和WebQSP数据集中采用不同束搜索方法的性能对比。
	PoG-E
	评估指标
	CWQ
	WebQSP

	带模糊选择
	准确率
	62.31
	82.3

	
	输入词元
	-
	-

	
	平均LLM调用次数
	6
	6.3

	带模糊及分支精简选择
	准确率
	71.9
	88.4

	
	输入词元
	128,407
	371,083

	
	平均LLM调用次数
	9.4
	9.1

	带模糊及精确路径选择
	准确率
	80.4
	91.4

	
	输入词元
	344,747
	603,261

	
	平均LLM调用次数
	8.3
	7.4

	带三步束搜索
	准确率
	73.87
	89.4

	
	输入词元
	120,159
	411,283

	
	平均LLM调用次数
	8.3
	9.1


表6：PoG和PoG-E在CWQ和WebQSP数据集上是否进行路径汇总的性能对比。
	方法
	评估指标
	CWQ
	WebQSP

	PoG
	
	
	

	带路径摘要
	准确率
	81.4
	93.9

	
	输入词元数
	216,884
	297,359

	不带路径摘要
	准确率
	74.7
	91.9

	
	输入词元数
	273,447
	458,545

	PoG-E
	
	
	

	带路径摘要
	准确率
	80.4
	91.4

	
	输入词元数
	314,747
	273,407

	不带路径摘要
	准确率
	70.4
	90.4

	
	输入词元数
	419,679
	428,545


3515 WWW ’25，2025年4月28日-5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 # B.2 推理忠实性分析 探索路径与真实路径之间的重叠比例。我们分析了三个数据集中正确回答的样本，以研究PoG探索的路径与SPARQL查询中真实路径之间的重叠比例。重叠比例定义为重叠关系数与真实SPARQL路径中关系总数的比值：

其中  表示路径  中的关系集合。图7展示了不同重叠比例下问题的分布情况。在WebQSP数据集中，PoG实现了与真实路径完全重叠的最高比例，准确率约为。相比之下，应用于GrailQA数据集的PoG-E则显示出最高比例（达）的路径包含非重叠关系，这表明PoG-E通过探索新路径来推导答案。PoG与PoG-E的结果差异源于PoG-E从每个聚类边中随机选择一条相关边的策略，这一方法凸显了我们基于结构的路径探索技术在生成多样化且准确推理路径方面的有效性。 [image: images/7e326f79e4e634c4a6c8722fcf2ce1a5efdb225218b7360a0d96ec57bc87902c.jpg]
[image: images/8ae5e3959779d746b6e59ec6a9f33cdc514e0d76609f5696d577b39ee6c6d90a.jpg]
1. CWQ（PoG） [image: images/5205305b0c0a5b5a69d8e1017f3ea704c34ff799ad95b97572c9de3c6eabe1c0.jpg]
1. CWQ（PoG-E） [image: images/2259aa53e7d2b45f084c70a395be2c51d9353d39afadac78a3929b68186f3984.jpg]
1. WebQSP (PoG) [image: images/46c56c91a72ded5796fe9e5337dfe5c781a014298cae91bb1f09a4147a3d088b.jpg]
1. WebQSP（PoG-E） [image: images/5a7f590430d485db85d1cf8513a1495c1c68d65552a9db594a6e17d309f4eec0.jpg]
1. GrailQA (PoG)
1. 圣杯问答（PoG-E） 图7：PoG和PoG-E在CWQ、WebQSP和GrailQA数据集中的路径重叠率。 答案探索来源的证据。我们对三个数据集中正确回答的样本进行了分析，以研究大语言模型（LLM）生成答案时所依据的证据来源，如图8所示。具体而言，我们将所有生成的答案分为三种情况：仅知识图谱（KG）、LLM启发KG以及KG启发LLM。在仅KG场景中，答案完全基于KG路径生成；LLM启发KG案例指LLM先利用自身知识预测答案，再通过KG验证其正确性；而KG启发LLM案例则指KG生成的路径不足以推导出答案，需由LLM利用自身知识补充推理。如图所示，高达14%的答案通过KG启发LLM方式生成，另有9%涉及LLM启发KG路径补充。与先前将LLM固有知识与KG数据结合的研究[37]相比，PoG能更有效地发挥两者的优势。这些结果表明PoG是一种可信的推理方法，主要依赖基于KG的推理，同时辅以LLM补充，从而确保答案生成的准确性和可解释性。 CWQ(%) [image: images/72c47aa876c2092683e5e5281d19a6efbbec7f961cf2a4d2e31c466985db8be2.jpg]
WebQSP(%) [image: images/54813d20cb6ad7efae91fd3e9586920af78cf5efb12273b2fd84b6f87daff7c5.jpg]
1. 游戏点数 CWQ(%) [image: images/30a727ceb19819a6e1db42cd7f8062bae4d89c00376c58d89ebbc02a4e2e7a43.jpg]
WebQSP(%) [image: images/3551e0cbb29e0dc8019f0e9efe00e70c88f560d8d02be85f66eb15e1fa00581b.jpg]
1. PoG-E GrailQA(%) [image: images/c4587e5fc493654af3336a8ff35a794846555731b9c492a9e603d015d93d7dcf.jpg]
GrailQA(%) [image: images/24d6f0c1a0404d1b4cce4a5765df7efccffe83e0af6e39543a82afe2703527ab.jpg]
图8：PoG和PoG-E在CWQ、WebQSP及GrailQA数据集中的答案证据比例分布。 3516 图径推理：知识图谱赋能大语言模型 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 # B.3 误差分析 为进一步分析大语言模型（LLMs）与知识图谱（KGs）的融合效果，我们对CWQ、WebQSP和GrailQA数据集进行了错误分析。将错误归为四类：(1)答案生成错误，(2)拒绝错误，(3)格式错误，(4)其他幻觉错误。需注意，当PoG提供准确推理路径而LLM未能从中提取正确答案时，即发生答案生成错误。图9展示了这些错误类型的分布情况。结果表明：使用更强大的LLMs能减少”其他幻觉错误”、“拒绝错误”和”答案生成错误”，因为模型基于检索数据展现出更强的推理能力。其中”答案生成错误”的减少尤其说明PoG提供的推理路径被更先进的LLMs有效利用。但我们也发现，随着LLMs能力提升，“格式错误”反而增多，这可能源于其更强的创作灵活性。 [image: images/dd18837a7f654786aae0b1597c8fbda7cafd2f39aa3ffeaf64dcb1b87d2726ca.jpg]
图9：CWQ、WebQSP和GrailQA数据集中PoG与PoGE的错误实例及类别分布。 # B.4 效率分析 LLM调用成本分析。为评估使用LLM的成本与效率，我们对CWQ、WebQSP和GrailQA数据集上的LLM调用进行了分析。首先统计了不同调用次数下获得答案的问题占比（如图10所示），结果显示：所有数据集中大多数问题能在9次LLM调用内解决，其中CWQ和WebQSP分别有约和的问题在6次调用内完成。这证明PoG能有效控制LLM使用成本。我们进一步将PoG的平均调用次数与当前SOTA方法ToG[37]进行对比（见表7），由于WebQSP、GrailQA、SimpleQuestions和WebQuestions采用相同数据集，直接引用原论文的ToG结果。对比表明PoG在保持相当或更高准确率的同时，GrailQA数据集的LLM调用次数比ToG减少达。这一提升得益于PoG的动态探索策略（避免从头开始）及通过图结构有效剪枝无关信息，从而显著降低计算成本。 [image: images/e2b8878b077ef9766cdb8c804b4731857589aa62e87e9f9bbc398862ba751c05.jpg]
图10：CWQ、WebQSP和GrailQA数据集中不同LLM调用次数下PoG与PoG-E问题的占比 表7：PoG与ToG在所有数据集中每个问题的平均LLM调用次数。
	方法
	CWQ
	WebQSP
	GrailQA
	简单问题
	网页问题

	PoG
	10.7
	8.3
	6.5
	6.1
	9.3

	ToG
	-
	11.2
	10.6
	8.7
	10.5


运行时间分析。为进一步评估PoG的处理效率，我们在多跳问答数据集GrailQA和CWQ上针对平均准确率、大语言模型调用频率及运行时间开展了大量实验。表8展示了不同束搜索策略下ToG与PoG的性能对比，数据显示：虽然更高准确率会轻微增加运行时间，但PoG能有效平衡准确率与大语言模型调用成本。具体而言，PoG在最高提升33.4%准确率的同时，可降低多达53.5%的大语言模型调用成本，使用户能根据准确率、成本和运行时需求灵活调整PoG框架。所有PoG配置均实现显著降本，例如在GrailQA数据集上，采用3步束搜索的PoG降低39.6%调用成本并提升33.1%准确率，而运行时间仅增加1.14%。CWQ数据集也呈现相似趋势。 表8：CWQ和GrailQA数据集上采用不同束搜索方法的ToG与PoG运行时间评估。
	模型
	评估指标
	CWQ
	GrailQA

	ToG
	准确率
	53.1
	59.3

	
	耗时(秒)
	78.7
	14.8

	
	大模型调用次数
	21.3
	10.1

	PoG
	准确率
	81.4
	92.7

	
	耗时(秒)
	118.9
	21.4

	
	大模型调用次数
	9.1
	6.5

	PoG
	准确率
	79.8
	92.4

	带3步束搜索
	耗时(秒)
	87.5
	15.0

	
	大模型调用次数
	8.8
	6.1

	PoG
	准确率
	57.1
	83.0

	带模糊选择
	耗时(秒)
	109.7
	15.7

	
	大模型调用次数
	6.8
	4.7


三千五百一十七 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 # B.5 案例研究 案例分析：图缩减与路径剪枝。我们以图2所示问题为例进行案例研究，以展示图剪枝和路径剪枝对图结构的影响。图11(a)展示了图剪枝的结果，其中蓝色顶点被选为问题子图部分，黑色顶点被剪除。在此样本中，实体数量从16,740个减少至1,245个，实现了的顶点缩减率。图11(b)和11(c)分别呈现了由图11(a)蓝色顶点导出的问题子图，以及应用模糊和精确路径选择后的结果。图中蓝色顶点表示每次剪枝后保留的实体，黄色顶点代表主题实体，红色顶点则标识最终答案实体。通过这些图结构可观察到：利用图结构能快速剪除无关顶点，确保推理路径忠实且高度关联问题——由于问题子图内所有顶点均与主题实体相连，从而保持了推理过程的完整性与相关性。 [image: images/9545cf8bdc17de76b9017f4b996435616b379b0fe9cef984e4e73bbe3e7151e7.jpg]
1. 图剪枝 [image: images/297f6ddeb580a186186adb774df102323c1f782cc37ed410d76ee54732db9fc2.jpg]
1. 问题子图 [image: images/5cc7882b1758b0e101f45a189909e8a5b76f2c7108e839e03609e1df7b39c94d.jpg]
1. 模糊选择 [image: images/a5373a718141030c05f1d6eb563e354affd62f2009496a2df82ccca3ec09ddf7.jpg]
1. 精确选择 图11：图缩减与路径选择的可视化。 案例分析：可解释推理。本节展示表9，通过涉及单实体、双实体及三实体问题的案例研究，阐释PoG的可解释性。这些示例表明PoG能通过提供清晰易懂的推理路径处理多实体、多跳任务，从而得出准确答案。 # C 实验详情 实验数据集。为评估PoG在多跳知识密集型推理任务中的能力，我们在四个KBQA数据集上进行测试：三个多跳数据集（CWQ[38]、WebQSP[51]、GrailQA[12]）和一个单跳数据集（SimpleQuestions[31]）。此外，为考察PoG在更通用任务上的表现，我们增加了开放域问答数据集WebQuestions。针对CWQ、GrailQA和SimpleQuestions等大规模数据集的评估，我们从CWQ随机抽取1,000个测试用例，并采用ToG[37]先前报告的1,000个样本，以便与SOTA进行对比的同时最大限度降低计算成本。所有数据集均以Freebase作为背景知识图谱，该图谱包含约8,800万实体、2万种关系和1.26亿三元组[5,27]。本研究使用数据集的详细统计信息见表10。 基线方法。受ToG[37]启发，我们将本方法与以下标准提示策略进行比较：直接提示（IO）、思维链（CoT）以及采用六个上下文示例和”逐步推理”链的自洽提示（SC）。针对每个数据集，我们还纳入先前最优性能工作进行比较。为保证公平性，我们分别与所有基于提示方法中的先前最优结果，以及所有方法中的先前最优结果进行对比。由于ToG是当前基于提示的最优方法，我们直接引用其论文中报告的实验结果及其他基线数据进行对比。 实验实现。借助我们框架的即插即用特性，我们测试了两种大语言模型：GPT-3.5与GPT-4。通过OpenAI API调用GPT-3.5（GPT-3.5-turbo）和GPT-4服务。为保持与ToG方法的一致性，我们在探索阶段将温度参数设为0.4（以增加多样性），在推理阶段设为0（确保结果可复现）。生成文本的最大标记长度设置为256。所有实验中，束搜索的宽度参数和深度参数均设为3。实验设备配置为Intel至强金牌6248R处理器、Nvidia A5000显卡及512GB内存。 表10：本文所用数据集的统计信息。†表示由于测试样本数量充足，我们从CWQ测试集中随机选取了1,000个样本构建实验测试集。*表示我们采用ToG[37]论文中报告的1,000个样本进行最优方法对比。
	数据集
	答案格式
	测试集
	训练集

	ComplexWebQuestions (CWQ)†
	实体
	1,000
	27,734

	WebQSP
	实体/数值
	1,639
	3,098

	GrailQA*
	实体/数值
	1,000
	44,337

	Simple Question*
	实体/数值
	1,000
	14,894

	WebQuestions
	实体/数值
	2,032
	3,778


· 三千五百一十八 图径推理：知识图谱赋能大语言模型 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 表9：PoG忠实且可解释的推理示例
	字段
	内容

	问题
	Lou Seal作为吉祥物的球队上一次赢得世界大赛是什么时候？

	答案
	2014年世界大赛

	主题实体
	Lou Seal

	大语言模型指示符
	“Lou Seal” - 吉祥物 - 球队 - 上一次赢得 - 世界大赛 - 时间

	拆分问题
	拆分问题1：“Lou Seal”是哪支球队的吉祥物？

	
	拆分问题2：以Lou Seal为吉祥物的球队最近一次赢得世界大赛是什么时候？

	推理路径
	{Lou Seal} → 体育.吉祥物.所属球队 → {旧金山巨人队} → 体育.运动队.冠军荣誉 → {2014年世界大赛, 2012年世界大赛, 2010年世界大赛}

	路径推导答案
	答案：{2014年世界大赛}

	
	推导过程：从路径{Lou Seal} → 体育.吉祥物.所属球队 → {旧金山巨人队}可知，“Lou Seal”是{旧金山巨人队}的吉祥物。从{旧金山巨人队} → 体育.运动队.冠军荣誉 → {2014年世界大赛, 2012年世界大赛, 2010年世界大赛}可知，该队最近一次夺冠是在2014年。因此知识图谱路径足以回答原问题，答案为{2014年世界大赛}。

	问题
	哪个与德国接壤的欧盟国家包含莱尤雷市？

	主题实体
	丹麦 {德国, 莱尤雷市}

	大语言模型指示符
	“莱尤雷市” - 所属国家 - 欧盟国家(答案)- 接壤 - “德国”

	拆分问题
	“德国”

	
	拆分问题1：哪些欧盟国家与”德国”接壤？

	
	拆分问题2：哪个国家包含莱尤雷市？

	推理路径
	{莱尤雷市} → 地点/行政区划.所属国家 → {丹麦} → 地点.地点.所属大洲 → {欧亚大陆} → 地点.地点.包含 → {德国}, {莱尤雷市} → 地点/行政区划.所属国家 → {丹麦} → 基础位置.国家.大洲 → {欧洲} → 地点.地点.包含 → {西欧} → 地点.地点.包含 → {德国}

	路径推导答案
	答案：{丹麦}

	
	推导过程：从{丹麦} → 地点.地点.所属大洲 → {欧亚大陆} → 地点.地点.包含 → {德国}可知丹麦是与德国接壤的欧盟国家。从{莱尤雷市} → 地点.行政区划.所属国家 → {丹麦}可知丹麦包含莱尤雷市。两条路径均指向丹麦，即与德国接壤且包含莱尤雷市的欧盟国家。因此知识图谱路径足以回答原问题，答案为{丹麦}。

	问题
	福克兰群岛所属的中部时区大陆是哪个？

	主题实体
	{福克兰群岛, 大陆, 中部时区}

	大语言模型指示符
	答案(“中部时区”) - 所属 - 答案(“大陆”)- 地理包含 - “福克兰群岛”

	拆分问题
	拆分问题1：福克兰群岛属于哪个大陆？

	
	拆分问题2：该大陆属于哪个中部时区？

	推理路径
	{中部时区} → 时间.时区.该时区地理位置 → {美洲} → 通用主题.显著类型 → {大陆} → 通用主题.显著类型 → {美洲} → 地点.地点.包含 → {福克兰群岛}

	路径推导答案
	答案：{美洲}

	
	推导过程：从{大陆} → 通用主题.显著类型 → {美洲} → 地点.地点.包含 → {福克兰群岛}可知美洲是福克兰群岛所属大陆。从{中部时区} → 时间.时区.该时区地理位置 → {美洲} → 通用主题.显著类型 → {大陆}可知美洲属于中部时区。因此知识图谱路径足以回答原问题，答案为{美洲}。


· 三千五百一十九 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 # D SPARQL 本节概述了用于与知识图谱交互及构建实验图表的预定义SPARQL查询。 # D.1 单跳实体与关系搜索 为便于检索Freebase知识图谱中实体的1跳邻居，我们预先定义了一个SPARQL查询。该查询设计为仅需替换查询实体ID即可执行，返回相连实体的ID及其关联关系的ID，并标明相连实体位于关系的头部还是尾部。
前缀 ns: <http://rdfs.freebase.com/ns/>   
选择 ?关系 ?关联实体 ?方向   
其中 { ns:ID ?关系 ?关联实体 . 绑定("尾部" 为 ?方向) } 并集 { ?关联实体 ?关系 ns:ID . 绑定("头部" 为 ?方向) }
D.2 简短文字描述
以下预定义函数实现了短文本描述的检索功能，，用于将实体或关系的标识符（ID）转换为自然语言描述。
前缀 ns: <http://rdfs.freebase.com/ns/>   
选择 去重 ?尾实体   
其中 { ?实体 ns:类型对象.名称 ?尾实体 . 过滤(?实体  $=$  ns:标识符) }   
并集 { ?实体 <http://www.w3.org/2002/07/猫头鹰同义> ?尾实体 . 过滤(?实体  $=$  ns:标识符)   
}
D.3 单跳子图搜索
为便于4.1节的子图检测，我们通过整合附录D.1和D.2所述的SPARQL函数，实现了1跳子图检测功能。该功能旨在通过单次SPARQL查询，获取给定查询的1跳邻居节点及其ID、自然语言名称、连接关系，并明确连接实体位于关系头尾的位置属性。
前缀 ns: <http://rdfs.freebase.com/ns/>   
选择 ?关系 ?关联实体 ?关联实体名称 ?方向   
条件 { ns:ID ?关系 ?关联实体 . 可选 { ?关联实体 ns:typeobject.name ?名称 . 筛选(语言(?名称)  $=$  'en') } 绑定(合并(?名称，"未命名实体") 为 ?关联实体名称) 绑定("尾部"为?方向) } 并集 { ?关联实体 ?关系 ns:ID . 可选 { ?关联实体 ns:typeobject.name ?名称 . 筛选(语言(?名称）  $=$  'en') } 绑定(合并(?名称，"未命名实体") 为 ?关联实体名称) 绑定("头部"为?方向) }
三五二零 图径推理：知识图谱赋能大语言模型 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 # E 提示 本节详细阐述我们主要实验流程所需的提示词。 # 问题分析提示模板 你将收到一个多跳问题，该问题由多个相互关联的查询组成，并附带一个主题实体列表作为问题的主要关键词。你的任务是将问题分解为更简单的部分，每个主题实体仅使用一次，并提供一个思维链（CoT）来展示主题实体之间的关系。注意：每个更简单的问题应探讨一个主题实体如何与其他实体或答案相关联。目标是系统地处理每个实体以得出最终答案。 上下文少样本 问：{查询} 主题实体: {主题实体} 甲： # LLM补充提示模板 利用主要问题、语言模型生成的可能不确定的思维链、一些相关的拆分问题、“相关路径”部分的路径以及主要主题实体：首先请提供三个预测结果，其次利用提供的知识路径和你自己的知识，提供三条可能导致这些结果的思维链。如果任何答案不明确，建议按照提供的示例格式，用替代答案填补思维链中的空白。 上下文少样本 问：{查询} 主题实体: {主题实体} 思考指示器：{思考指示器} 拆分问题：{拆分问题} 甲： 其中{思考指标}和{分割问题}在第4.1节中获取。指标示例如图2所示。 # 精确路径选择提示模板 给定一个主问题，一个LLM生成的思维链（Cot）涵盖所有实体，若干可逐步使用的拆分问题以最终获得答案，以及相关的检索知识图谱路径，{实体集合（ID以”m.”开头）} -> {关系集合} -> {实体集合（ID以”m.”开头）}，请对候选路径集进行评分，并给出最可能成为问题答案的前三条路径列表。 上下文少样本 问：{查询} 思考指标:{思考指标} 拆分问题：{拆分问题} 候选路径：{候选路径} 甲： {候选路径}表示在此请求中待选的检索推理路径，最终路径将以一系列结构化句子的形式呈现：

[image: images/79e7d41897e2d76eb91b0e7d27f8168d28561a12a790e0536c019264f8b0fbb0.jpg]

其中， 和  中的  和  表示聚类问题子图中每条关系边的第  个和第  个关系。而  由其 ID 和自然语言名称  构成。 三千五百二十一 WWW ’25，2025年4月28日至5月2日，澳大利亚新南威尔士州悉尼 谭星宇等 # 路径总结提示模板 给定一个主问题、一个考虑所有实体的不确定LLM生成思维链（CoT）、几个可逐一使用的拆分问题以及最终获得最终答案的相关准确性检索知识路径和主题实体。你的任务是根据“相关路径”部分提供的知识三元组进行总结，并生成与问题主题实体相关的思维链，该思维链将用于进一步生成主问题和拆分问题的答案。你必须确保通过使用提供的知识三元组正确总结，只能使用给定路径中带ID的实体，且不能跳过任何步骤。 上下文少样本 问：{查询} 思考指标：{思考指标} 拆分问题：{拆分问题} 相关路径：{Related Paths} 甲： {Related_Paths}的格式与之前的{Candidate_Paths}相同 # 问答评估提示模板 给定一个主要问题、一个考虑所有实体的不确定LLM生成思维链（CoT）、几个可用于拆分问题并最终获得最终答案的子问题，以及相关的检索知识图谱路径，{实体集合（ID以”m.”开头）} -> {关系集合} -> {实体集合（ID以”m.”开头）}。你的任务是首先判断该知识图谱路径是否足以回答给定的子问题，进而回答主要问题。如果足够，你需要回答{是}并提供主要问题的答案。若答案来自给定知识路径，则应使用路径中的实体名称。否则需回答{否}并说明原因。 上下文少样本 问：{查询} 思考指标：{思考指标} 拆分问题：{拆分问题} 相关路径：{Related Paths} 甲： # 问答生成提示模板 给定一个主要问题，一个考虑所有实体的不确定LLM生成思维链（Cot），几个可逐一使用的拆分问题以最终获得答案，以及相关的检索知识图谱路径，{实体集合（ID以”m.”开头）} -> {关系集合} -> {实体集合（ID以”m.”开头）}，你的任务是根据提供的知识图谱路径和自身知识生成答案。 上下文少样本 问：{查询} 思考指标：{思考指标} 拆分问题：{拆分问题} 相关路径：{Related Paths} 甲： 三千五百二十二
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Question: What country bordering Erance contains an airport that serves Nijmegen?
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(Chain of Thoughts prompt): Let's go step by step.
Response: Nijmegen is served by airports in the neighboring countries, and one of the closest
major ones is Brussels Airport (BRU) in Belgium, which is relatively near Nijmegen compared to
| other major airports, The answer is Belgium.

26 = @

(ToG): Exiporated triples: [France, location location.containedby, Europe], [France, location.Joca-
tion.containedby, Western Europe], [France, location location gealocation, Unnamed Entity] NI
‘.ugu. second_level_division, Netherland]

|| Answering: First, Nijmegen is a city in the Netherlands. Second, the Netherlands is  country
| bordering France. The answer is (Netherlands)

B o-x @ﬂg@ ®

(il Wi carnot raspt LLI o corstrict o grogh o generate te grph dsmm
! document since the retrieved subgraph is extremely large and dense.
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| (Po6) Reasoning paths:

Nijmegen ", Weeze Airport ", Germany """, Europ, Western Europen ™", France
\ Nijmegen """, Weeze Airport Germany U, Unnamed Entity ““*, France

|| Response: From the provided knowledge graph path, the entity {Germany) is the country that
contains an airport serving Nijmegen and is also the country bordering France. Therefore, the
answer to the main question "What country bordering France contains an airport that serves|
Nijmegen?" is (Germany).
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